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Лабораторная работа 1

МЕТОДЫ ПОСТРОЕНИЯ ФУНКЦИИ ПРИНАДЛЕЖНОСТИ НЕЧЕТКИХ ВЫСКАЗЫВАНИЙ И ИХ РЕАЛИЗАЦИЯ НА ЭВМ

1. Цель и задачи исследования
Построение и исследование функций принадлежности, описывающих семантику базовых значений лингвистических переменных моделей принятия решений.
Освоение машинных методов представления функций принадлежности и расчета их числовых значений

2. Основы теории

Обозначим через U = {u}.- универсальное множество элементов. Нечетким множеством А на множестве U называют совокупность пар вида
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где  
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 - отображение множества U в единичный отрезок [0,1] - называется функцией принадлежности нечеткого множества А.
Значение функции принадлежности для конкретного элемента 
[image: image5.wmf]U
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 называют степенью принадлежности.
Носителем нечеткого множества А называют множество
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Иными словами, носителем нечеткого множества А является подмножество S универсального множества U, для элементов которого функция принадлежности 
[image: image7.wmf]A
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 строго больше нуля.
При описании сложных объектов и явлений, а также при формализации процессов принятия решений (ПР), на трудноформализуемых этапах проектирования используются понятия нечеткой и лингвистической переменных.
Нечеткой переменной называют
< а , U, С >,
где  а- наименование нечеткой переменной, и U={u} - область ее определения; Са = 
[image: image8.wmf]}
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 - нечеткое множеств» на U, описывающее ограничения на возможные значения нечеткой переменной а (ее семантику). Лингвистической переменной называется
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где 
[image: image10.wmf]b

- наименование лингвистической переменной; Т ~ множество ее значений, представляющих собой наименования нечетких переменных, областью определения каждой иэ которых является множество U. Множество Т называется базовым терм-множеством лингвистической переменной; G - синтаксическая процедура, позволяющая оперировать элементами терм-множества Т* (в частности, генерировать новые осмысленные термы. Множества 
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 называется расширенным терм-множеством лингвистической переменной, образуемое процедурой G, в нечеткую переменную, т. е. приписать ему нечеткую семантику путем формирования соответствующего нечеткого множества.
При традиционном подходе процедура G определяет новые значения лингвистической переменной, исходя из ее базового множества значений Т. В атом случае синтаксис задается в виде грамматики <V, V, U, П>, множество терминальных символов которой включает множество базовых значений Т, логические операций и модификаторы типов И, ИЛИ, ОЧЕНЬ, НЕ, СЛЕГКА и др. Тогда семантическую процедуру можно задать правилами
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где C1 и С2 - нечеткие множества, соответствующие значениям (нечетким переменным) и , рассматриваемой лингвистической переменной.
Содержательная интерпретация функций принадлежности
Существует несколько точек зрения на содержательную интерпретацию функций  принадлежности. Однако, следует отметить, что интерпретацию понятия "функция принадлежности" необходимо давать, исходя из реальной основы этого понятия, его источников в реальных процессах, а также дальнейшего ее использования.

В дальнейшем функция принадлежности  
[image: image13.wmf])
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 элемента u к нечеткому множеству А интерпретируется как субъективная мера того, насколько элемент 
[image: image14.wmf]U
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 соответствует понятию, смысл которого формализуется нечетким множеством А. Под субъективной мерой, как правило, понимается определяемая опросом экспертов степень соответствия элемента u понятию, формализуемому нечетким множеством А. При этом степень соответствия – не условная вероятность наблюдения события А при возникновении события u, а "возможность" интерпретации u понятием, формализуемым нечетким множеством А
Построение функций принадлежности на основе экспертных оценок
При создании нечетких моделей IIP одним из этапов является этап построения функций принадлежности нечетких множеств, описывающих семантику базовых значений лингвистических переменных, используемых в модели. Нечеткие модели ПР содержат множество лингвистических переменных. Множества базовых значений этих переменных конечны. Поэтому для построения функций принадлежности можно воспользоваться методами экспертных оценок.
1. Пусть имеется m экспертов, n1 которых на вопрос о принадлежности элемента 
[image: image15.wmf]U
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 нечеткому множеству А отвечает положительно Другая часть экспертов (n2 = m-nl) отвечает на вопрос отрицательно. Тогда
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Такая схема определения функции принадлежности самая простая, но и самая грубая.
Более гибкой является процедура построения функции принадлежности на основе количественного парного сравнения степени принадлежности. Эта процедура допускает использование всего одного эксперта для построения функции принадлежности. Результатом опроса эксперта является матрица М =||mij||, i,j = 1…n, где n - число точек в которых сравниваются значения функции. Число mtJ показывает, во сколько раз, по мнению эксперта, 
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 больше 
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 При этом количество вопросов к эксперту составляет (n2- n)/2, так как по определению mii =1 и mij=1/mji. Понятия, которыми оперирует эксперт, и интерпретация этих понятий значениями mij приведены в табл. 1.
                           Таблица 1
	Смысл
	mij
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  примерно равна  
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  немного больше 
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  больше  
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  заметно больше  
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  намного больше  
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	Значения, промежуточные по степени между перечисленными
	2,4,6,8


Значения функции принадлежности 
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(u1),… 
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(un) в точках u1,…un определяются на основе решения задачи

МТФТ =vmaxФ

где Ф = (Ф1, Ф2,..., Фn) - вектор длиной n; vmax - максимальное собственное число матрицы Мт, (т - символ транспонирования). Поскольку матрица Mт положительная по построению, решение задачи существует и является положительным. Окончательно получаем
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Вычисление значений функций принадлежности в точках u1 можно упростить, определяя их следующим образом:
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где i,j = {1,2,3,.., n}, а значение j выбирается произвольно. Другими словами, для определения величин 
[image: image33.wmf]A
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{ut) необходимо зафиксировать произвольно выбранный столбец j матрицы М и вычислить отношения значений элементов mij к сумме значений всех эдементов столбца j. При правильно проведенном экспертном опросе выбор столбца j практически не влияет на правильность определения функции принадлежности.
В силу своей семантики функция принадлежности нечеткого множества должна удовлетворять  ряду дополнительных условий.

Пусть Т={ai}. i = l,…m - базовое терм-множество лингвистической переменной 
[image: image34.wmf]>
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;  <ai,U,Ci> - нечеткая переменная, соответствующая терму 
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. Si - носитель Ci. Будем считать, что 
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, где R1 - действительная ось. Обозначим min u через u1, a max u - через u2 . Упорядочим множество Т в соответствии с выражением
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Данное выражение означает, что терм, который имеет носитель, расположенный левее, получает меньший номер. Тогда любая лингвистическая переменная должна удовлетворять следующим условиям:
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Условие (1) запрещает функциям принадлежности крайних термов (а1 и а2) иметь вид колоколообразных кривых, что обусловлено расположением этих термов в упорядоченном множестве Т. Условие (2) запрещает существование в базовом множестве Т пар термов типов а1,а2, и а2а3, поскольку в первом случае отсутствует естественная разграниченность понятий, аппроксимируемых термами, а во втором случае участку [а,b] из области определения не соответствует никакое понятие. Поскольку каждое понятие имеет хотя бы один типичный объект, обозначаемый этим понятием, введено уловие (3), запрещающее наличие в множестве термов типа а4. Условие (4) опрашивает область определения U либо конечным множеством точек (при дискретном характере области определения), либо некоторым отрезком или интервалом (при непрерывном характере области U). Данное условие констатирует имеющиеся в любой задаче ПР физические ограничения на числовые значения параметров.

Воспроизведение функций принадлежности на ЭВМ

При воспроизведении лингвистической переменной, задаваемой на непрерывном носителе (интервале действительных чисел)f возникает задача хранения функций принадлежности в памяти ЭВМ. Одним из возможных способов решения данной задачи является представление функции принадлежности в виде стандартной 
[image: image44.wmf]p

-функции (рис.1):
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Рис.1. Представление функции принадлежности в виде 
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-функции
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Таким образом, любая функция принадлежности 
[image: image50.wmf](

)

u

A

m

 может быть представлена в памяти ЭВМ двумя параметрами: u1 - величиной, при которой значение функции равно 1; 
[image: image51.wmf]h

 - величиной, при которой значение функции равно 0.5 (рис.1).

При использовании введенной выше синтаксически независимой лингвистической переменной возникает задача определения ее семантики, т.е. построения функций принадлежности, соответствующих ее произвольным значениям. Рассмотрим подход к определению семантики синтаксически независимой лингвистической переменной.

Пусть а1=<u1,U,C1> и  a2 =<u2,U, С2>  -  два соседних базовых значения синтаксически независимой лингвистической переменной 
[image: image52.wmf]b

; a’=<u’,U, C’> - произвольное значение, для которого выполняется условие u1<u'<u2. Обозначим через   
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 следующие функции
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Можно предположить, что если значения а1 и а2 таковы, что 
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При задании функций принадлежности с помощью стандартных 
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-функций задача определения произвольного значения a’= <u’,U,C’> синтаксически независимой лингвистической переменной сводится к определению функции 
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Заметим, что 
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3. Объекты исследования

Объектом исследования в лабораторной работе является процесс построения функций принадлежности нечетких множеств, описывающих лингвистические переменные, используемые в различных высказывани​ях в процессе принятия решений.

4. Подготовка к работе
4.1. Повторить основные определения и понятия теории нечетких множеств, математические операции на нечетких множествах.
4.2. Ознакомиться с методикой построения функций принадлеж​ности по опросам экспертов.
4. 3, Повторить синтаксис операторов языка Паскаль.
5.  Программа работы
Лабораторная работа выполняется парами. Каждый участник пары выступает в роли эксперта при оценке относительной величины функ​ции принадлежности для заданного варианта лабораторной работы. При этом число вопросов взять равным 9.- (см. табл. 1).
Далее, для заданного варианта лабораторной работы разрабаты​вается алгоритм и его программная реализация на ЭВМ обработки ре​зультатов экспертного опроса, дающей в итоге значения функции принадлежности. Построить график полученных функций принадлежности.
Полученные функции принадлежности представить в виде стан​дартной функции и построить ее график. Вычислить с ее помощью промежуточные значения лингвистической переменной в точке "около X", где X  U - число в соответствии с заданием.
ВАРИАНТЫ ЗАДАНИЯ
5.1. Полное множества U - это множество людей в возрасте от 0 до 100 лет. Построить функции принадлежности нечетких множеств, описывающих высказывания о возрасте людей:
а) молодой  б) средний  в) пожилой  г) старый.
5.2. Полное множество U - это множество людей, имеющих вес от 0 до 120 кг. Построить функции принадлежности нечетких множеств, описывающие высказывания о весе:
а) легкий  б) нормальный  в) тяжелый.
5. 3. Полное множество U - это множество людей имеющих рост от 0.2 м до 2.0 м. Построить функции принадлежности нечетких мно​жеств, описывающих высказывания о росте:
а) маленький б) низкий в) средний г) высокий

5.4. Пусть уровень жизни людей оценивается величиной заработ​ной платы. Полное множество U- это множество людей с доходами от 1000 руб до 300000 руб. Построить функции принадлежности нечетких множеств, описывающих высказывания об уровне жизни по отношению к текущей экономической ситуации:
а) низкий б) достаточный  в) средний  г) высокий.
5. 5. Полное множество U - это расстояния между городами от 25 до 1000 км. Построить функции принадлежности нечетких множеств, описывающих высказывания о расстоянии
а) очень близко 6) близко в) далеко г) очень далеко.
5. 6. Полное множество U - это множество людей в возрасте от 0 до 100 лет. Построить функции принадлежности нечетких множеств описывающих высказывания о брачном возрасте:
а) ранний брак  б) нормальный брак в) поздний брак.
Список вариантов заданий:
5.1  5.2  5.3  5.4  5.5  5.6
6. Контрольные вопросы

6.1. Что называют функцией принадлежности нечеткого множества? 

6. 2. Как интерпретируется функция принадлежности?

6.3.Что называют лингвистической переменной?

6.4. В чем заключается сущность метода экспертных оценок определения функций принадлежности?

6.5. Какие вы знаете еще методы определения функций принадлежности? При каких условиях они применяются.

6.6. Как представляются функции принадлежности на ЭВМ?

7. Список использованных источников
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Лабораторная работа №2

МОДЕЛИРОВАНИЕ ПРИНЯТИЯ РЕШЕНИЙ НА ОСНОВЕ ДЕДУКТИВНОГО НЕЧЕТКОГО ЛОГИЧЕСКОГО ВЫВОДА

1. Цель и задачи исследований

Построение модели принятия решений на основе нечеткой информации и дедуктивного логического вывода.

Освоение машинных методов построения нечетких рассуждений на основе использования нечетких алгоритмов.

2. Основы теории

Четкая система высказываний является частным случаем нечеткой системы. Для выбора решений в нечетких условиях, когда экспертная информация представима нечеткой системой первого типа (
[image: image92.wmf])
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) предполагается использовать дедуктивную схему вывода, основанную на правиле отделения. В этом случае решением будет являться выбор таких значений определяемого параметра проектирования, для которого степень истинности нечеткого правила отделения достигает максимума.
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 нечеткие высказывания.

НЕЧЕТКИМ ПРАВИЛОМ ОТДЕЛЕНИЯ называется следующая схема вывода:
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Следствия:

Пусть высказывания 
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можно рассматривать как нечеткие переменные с функциями принадлежности, имеющими вид
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Рассмотрим следующую схему вывода:


[image: image126.wmf]ï

ï

ï

ï

î

ï

ï

ï

ï

í

ì

-

-

>

<

>

<

>

<

=

истинно

B

истинно

A

B

то

A

Если

L

B

то

A

Если

L

B

то

A

Если

L

L

m

m

m

'

'

)

1

(

2

2

)

1

(

2

1

1

)

1

(

1

)

1

(

~

~

,

~

,

~

:

~

,

~

,

~

:

~

,

~

,

~

:

~

~

L





(3)

Тогда истинностью нечеткого правила определения для схемы вывода (3) называется нечеткое множество
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Величину 
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Данное понятие отражает СТЕПЕНЬ СООТВЕТСТВИЯ значения 
[image: image137.wmf]'

v

выходного параметра V значению 
[image: image138.wmf]w

¢

при задании экспертной информации системой высказываний первого типа.

Рассмотрим алгоритм выбора параметров проектируемого изделия на основе нечеткого правила отделения (рис. 1).
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Рассмотрим
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Тогда функция 
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Обозначим через 
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Теорема 1. Справедливо выражение:
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Рисунок 2.
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Рисунок 4.
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Рисунок 5.

Теорема 2. Если 
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Рисунок 6.
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Рисунок 7.

Рассмотрим 2 случая:
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На основе рассмотренных выше случаев можно предложить следующий алгоритм нахождения множества 
[image: image264.wmf])

1

(

0

V

 оптимальных значений параметра V. Структурная схема алгоритма представлена на рис. 8.

Т. О. на основе понятия степени истинности нечеткого правила отделения для нечеткой схемы вывода можно сформулировать следующее правило выбора значений исходного параметра V.

ПРАВИЛО. При заданной системе эталонных логических высказываний 
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 нечеткого правила, определяемого выражением (5).

3. Объекты исследования

Объектом исследования в лабораторной работе является процесс построение модели принятия решений на основе нечеткой информации и дедуктивного логического вывода

4. Подготовка к работе 

4.1.  Повторить основные определения и понятия теории нечетких множеств, математические операции на нечетких множествах.

4.2.
Ознакомиться с методикой построения функций принадлежности по опросам экспертов.

4.3.
Изучить модель и алгоритм выбора решений на основе дедуктивного логического вывода.

4.4.
Повторить синтаксис операторов языка Паскаль.

5. Программа работы

В качестве исходных данных в лабораторной работе принимаются результаты работы №1. Для лингвистической переменной, описывающей выходную ситуацию, определяется базовое множество значений, которое представляется соответствующими функциями принадлежности. Полученные функции принадлежности представить в виде стандартной 
[image: image271.wmf]p

 функции. 

Лабораторная работа выполняется парами. Каждый участник пары выступает в роли эксперта при оценке относительной величины функции принадлежности выходного параметра для заданного варианта (см. работу 1).

Для заданного варианта построить схему эталонных экспертных высказываний, связывающих входные и выходные типовые ситуации в виде:
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где m – число базовых значений лингвистической переменной 
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Далее для заданного варианта лабораторной работы разрабатывается алгоритм выбора выходных значений лингвистической переменной (см. рис.8) и его программная реализация на ЭВМ.

ПРИМЕРНЫЕ ВАРИАНТЫ ЗАДАНИЙ

5.1. Полное множество U – это множество людей в возрасте от 0 до 100 лет. Входная ситуация описывается лингвистической переменной «возраст» со значениями {молодой, средний, пожилой, старый}, выходная ситуация – лингвистическая переменная «артериальное давление».

5.2. Полное множество U – это множество людей, имеющих вес от 0 до 120 кг. Входная ситуация описывается лингвистической переменной «вес» со значениями {легкий, нормальный, тяжелый}, выходная ситуация – лингвистическая переменная «продолжительность жизни».

5.3. Полное множество U – это множество людей, имеющих рост от 0.2 м до 2.0 м. Входная ситуация описывается лингвистической переменной «рост» со значениями {маленький, низкий, средний, высокий}, выходная ситуация – лингвистическая переменная «вес».

5.4. Пусть уровень жизни людей оценивается величиной заработной платы. Полное множество U – это множество людей с доходами от 1000 до 300000 руб. Входная ситуация описывается лингвистической переменной «уровень жизни» со значениями {низкий, достаточный, средний, высокий}, выходная ситуация – лингвистическая переменная «затраты на приобретение литературы».

5.5. Полное множество U – это расстояние между городами от 25 до 1000 км. Входная ситуация описывается лингвистической переменной «расстояние» со значениями {очень близко, близко, далеко, очень далеко}, выходная ситуация – лингвистическая переменная «пассажиропоток».

5.6. Полное множество U – это множество людей в возрасте от 0 до 100 лет. Входная ситуация описывается лингвистической переменной «брачный возраст» со значениями {ранний брак, нормальный брак, поздний брак}, выходная ситуация – лингвистическая переменная «количество детей в семье».

6. Контрольные вопросы

6.1. В какой форме может быть представлена нечеткая экспертная оценка?

6.2. Какие требования предъявляются к системам нечетких экспертных оценок?

6.3. На каком правиле основан механизм выбора решений?

6.4. Что называют истинностью правила отделения?

6.5. Какой смысл имеет степень истинности правила отделения?

6.6. Поясните работу алгоритма выбора параметров на основе нечеткого правила отделения?
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Рис. Алгоритм дедуктивного нечеткого вывода

Лабораторная работа №3

МОДЕЛИРОВАНИЕ ПРИНЯТИЯ РЕШЕНИЙ НА ОСНОВЕ ИНДУКТИВНОГО НЕЧЕТКОГО ЛОГИЧЕСКОГО ВЫВОДА

Цель и задачи исследований

Построение модели принятия решений на основе нечеткой информации и индуктивного логического вывода.

Освоение машинных методов построения нечетких рассуждений на основе использования нечетких алгоритмов.

Основы теории

Рассмотрим случай, когда экспертная информация задается системой нечетких высказываний второго типа 
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. В этом случае задача ПР также заключается в том, чтобы для заданных выражений x, y, z… входных параметров X, Y, Z… выбрать значения выходного параметра V. Индуктивная схема вывода (ПР) запишется в виде
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Схема вывода (1) принципиально отличается от предыдущей. Так в схеме (см. лаб. 2) высказывания о значениях входных параметров являются предпосылками как в самой схеме так и внутри системы
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, а высказывания о значениях выходных параметров являются следствиями. В схеме вывода (1) высказывания о значениях входных параметров являются предпосылками для самой схемы (это 
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Применяя правило контропозиции к выражениям 
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Тогда схема вывода (1) запишется 
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Истинность нечеткого правила отделения для схемы вывода (1) запишется в виде
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или с учетом (3) и (4)
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Т.о. при заданной системе эталонных логических высказываний второго типа для значений x, y, z входных параметров, значениями выходного параметра V является такое множество 
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Свойство 1. Для любых значений и истинность 
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Свойство 2. Схемы вывода (1) и (6) эквивалентны с точки зрения правила отделения. Другими словами, для одних и тех же значений x, y, z входных параметров, схемы вывода (1) и (6) на основе правила отделения определяют одно и тоже множество рекомендуемых значений выходного параметра V.

2. Рассмотрим теперь построение алгоритма определения значений параметров проектируемого изделия на основе правила отделения в случае задания ЭИ нечеткой системой 
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Расположим 
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Свойство 3. Справедливо выражение 
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справедливо тогда и только тогда, когда справедливо выражение:


[image: image329.wmf]]

1

)

(

[

)

1

,

1

(

i

l

l

v

i

l

e

e

m

-

+

£

-

=

"








(10)

На основании теоремы можно построить следующий итерационный алгоритм А2 определения 
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 выходного параметра V при задании экспериментальной информации в виде системы второго типа

Алгоритм А2
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Рассмотрим пример расчета множества 
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Определим 
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Согласно (13.8) для 
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Эта функция достигает наибольшего значения при выполнении следующих условий: 
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Согласно функциям принадлежности, приведенным в примере 11.1 видим, что 
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Таким образом, для указанной выше системы высказываний 2-го типа при значениях входных параметров x=14 и y = 27 рекомендуемые значений выходного параметра на основе правила отделения находятся в диапазонах [25-26] и [34-35].

3. Объекты исследования
Объектом исследования в лабораторной работе является процесс построения модели принятия решений на основе нечеткой информации и индуктивного логического вывода.

4. Подготовка к работе 

4.1.  Повторить основные определения и понятия теории нечетких множеств, математические операции на нечетких множествах.

4.2.
Ознакомиться с методикой построения функций принадлежности по опросам экспертов.

4.3.
Изучить модель и алгоритм выбора решений на основе дедуктивного логического вывода.

4.4.
Повторить синтаксис операторов языка Паскаль.

5. Программа работы

В качестве исходных данных в лабораторной работе принимаются результаты работы №2. Для лингвистической переменной, описывающей выходную ситуацию, определяется базовое множество значений, которое представляется соответствующими функциями принадлежности. Полученные функции принадлежности представить в виде стандартной 
[image: image367.wmf]p

 функции. 

Лабораторная работа выполняется парами. Каждый участник пары выступает в роли эксперта при оценке относительной величины функции принадлежности выходного параметра для заданного варианта (см. работу 1).

Для заданного варианта построить схему эталонных экспертных высказываний, связывающих входные и выходные типовые ситуации в виде:
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Далее для заданного варианта лабораторной работы разрабатывается алгоритм выбора выходных значений лингвистической переменной (см. ал-м А2) и его программная реализация на ЭВМ.

ПРИМЕРНЫЕ ВАРИАНТЫ ЗАДАНИЙ

5.1. Полное множество U – это множество людей в возрасте от 0 до 100 лет. Входная ситуация описывается лингвистической переменной «возраст» со значениями {молодой, средний, пожилой, старый}, выходная ситуация – лингвистическая переменная «артериальное давление».

5.2. Полное множество U – это множество людей, имеющих вес от 0 до 120 кг. Входная ситуация описывается лингвистической переменной «вес» со значениями {легкий, нормальный, тяжелый}, выходная ситуация – лингвистическая переменная «продолжительность жизни».

5.3. Полное множество U – это множество людей, имеющих рост от 0.2 м до 2.0 м. Входная ситуация описывается лингвистической переменной «рост» со значениями {маленький, низкий, средний, высокий}, выходная ситуация – лингвистическая переменная «вес».

5.4. Пусть уровень жизни людей оценивается величиной заработной платы. Полное множество U – это множество людей с доходами от 1000 до 300000 руб. Входная ситуация описывается лингвистической переменной «уровень жизни» со значениями {низкий, достаточный, средний, высокий}, выходная ситуация – лингвистическая переменная «затраты на приобретение литературы».

5.5. Полное множество U – это расстояние между городами от 25 до 1000 км. Входная ситуация описывается лингвистической переменной «расстояние» со значениями {очень близко, близко, далеко, очень далеко}, выходная ситуация – лингвистическая переменная «пассажиропоток».

5.6. Полное множество U – это множество людей в возрасте от 0 до 100 лет. Входная ситуация описывается лингвистической переменной «брачный возраст» со значениями {ранний брак, нормальный брак, поздний брак}, выходная ситуация – лингвистическая переменная «количество детей в семье».

6. Контрольные вопросы

6.1. В какой форме может быть представлена нечеткая экспертная оценка?

6.2. Какие требования предъявляются к системам нечетких экспертных оценок?

6.3. На каком правиле основан механизм выбора решений?

6.4. Что называют истинностью правила отделения?

6.5. Какой смысл имеет степень истинности правила отделения?

6.6. Поясните работу алгоритма выбора параметров на основе нечеткого правила отделения?

7. Список использованных источников
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Часть 2

Лабораторная работа № 4

ИССЛЕДОВАНИЕ ОДНОСЛОЙНОЙ НЕЙРОННОЙ СЕТИ 

С ОБРАТНЫМ РАСПРОСТРАНЕНИЕМ ОШИБКИ

1. Цель и задачи исследований 

Изучение простейшей нейронной сети – персептрона Розенблатта. Реализация программного имитатора однослойного персептрона и изучение его свойств.

2. Основы теории 

ПЕРСЕПТРОН  Розенблатта

Одной из первых искусственных сетей, способных к перцепции (восприятию) и формированию реакции на воспринятый стимул, явился PERCEPTRON Розенблатта (F.Rosenblatt, 1957).
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Рис. 1.1. Элементарный персептрон Розенблатта.

Простейший классический персептрон содержит нейрободобные элементы трех типов (см. Рис. 1.1), назначение которых в целом соответствует нейронам рефлекторной нейронной сети, рассмотренной в предыдущей лекции. S-элементы формируют сетчатку сенсорных клеток, принимающих двоичные сигналы от внешнего мира. Далее сигналы поступают в слой ассоциативных или A-элементов (для упрощения изображения часть связей от входных S-клеток к A-клеткам не показана). Только ассоциативные элементы, представляющие собой формальные нейроны, выполняют нелинейную обработку информации и имеют изменяемые веса связей. R-элементы с фиксированными весами формируют сигнал реакции персептрона на входной стимул. 

Розенблатт называл такую нейронную сеть трехслойной, однако по современной терминологии представленная сеть обычно называется однослойной, так как имеет только один слой нейропроцессорных элементов. Однослойный персептрон характеризуется матрицей синаптических связей W от S- к A-элементам. Элемент матрицы [image: image373.png]


отвечает связи, ведущей от i-го S-элемента к j-му A-элементу. 

В работах Розенблатта был сделано заключение о том, что нейронная сеть рассмотренной архитектуры будет способна к воспроизведению любой логической функции, однако, как было показано позднее М.Минским и С.Пейпертом (M.Minsky, S.Papert, 1969), этот вывод оказался неточным. Были выявлены принципиальные неустранимые ограничения однослойных персептронов, и в последствии стал в основном рассматриваться многослойный вариант персептрона, в котором имеются несколько слоев процессорных элементов. 

Теорема об обучении персептрона

Обучение сети состоит в подстройке весовых коэффициентов каждого нейрона. Пусть имеется набор пар векторов (xk, yk), k = 1..p, называемый обучающей выборкой. Будем называть нейронную сеть обученной на данной обучающей выборке, если при подаче на входы сети каждого вектора xk на выходах всякий раз получается соответсвующий вектор yk 

Т.о. для управляемого обучения сети необходимо подготовить набор обучающих данных. Эти данные представляют собой примеры входных данных и соответствующих им выходов. Сеть учится устанавливать связь между первыми и вторыми. Обычно обучающие данные берутся из исторических сведений. 

Предложенный Ф.Розенблаттом метод обучения состоит в итерационной подстройке матрицы весов, последовательно уменьшающей ошибку в выходных векторах. Алгоритм включает несколько шагов: 

	Шаг 0. 
	Начальные значения весов всех нейронов [image: image374.png]wit
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полагаются случайными. 

	Шаг 1. 
	Сети предъявляется входной образ x, в результате формируется выходной образ [image: image375.png]=Yy





	Шаг 2. 
	Вычисляется вектор ошибки [image: image376.png]


, делаемой сетью на выходе. Дальнейшая идея состоит в том, что изменение вектора весовых коэффициентов в области малых ошибок должно быть пропорционально ошибке на выходе, и равно нулю если ошибка равна нулю. 

	Шаг 3. 
	Вектор весов модифицируется по следующей формуле: [image: image377.png]Wt +AD =W (0) +mx= - (5°)



. Здесь [image: image378.png]0<n<1



- темп обучения. 

	Шаг 4. 
	Шаги 1-3 повторяются для всех обучающих векторов. Один цикл последовательного предъявления всей выборки называется эпохой. Обучение завершается по истечении нескольких эпох, а) когда итерации сойдутся, т.е. вектор весов перестает изменяться, или б) когда полная просуммированная по всем векторам абсолютная ошибка станет меньше некоторого малого значения. 


Используемая на шаге 3 формула учитывает следующие обстоятельства: а) модифицируются только компоненты матрицы весов, отвечающие ненулевым значениям входов; б) знак приращения веса соответствует знаку ошибки, т.е. положительная ощибка (
[image: image379.wmf]d

 > 0, значение выхода меньше требуемого) проводит к усилению связи; в) обучение каждого нейрона происходит независимо от обучения остальных нейронов, что соответсвует важному с биологической точки зрения, принципу локальности обучения. 

В алгоритме обратного распространения вычисляется вектор градиента поверхности ошибок. Этот вектор указывает направление кратчайшего спуска по поверхности из данной точки, поэтому если мы "немного" продвинемся по нему, ошибка уменьшится. Последовательность таких шагов (замедляющаяся по мере приближения к дну) в конце концов приведет к минимуму того или иного типа. Определенную трудность здесь представляет вопрос о том, какую нужно брать длину шагов.

При большой длине шага сходимость будет более быстрой, но имеется опасность перепрыгнуть через решение или (если поверхность ошибок имеет особо вычурную форму) уйти в неправильном направлении. Классическим примером такого явления при обучении нейронной сети является ситуация, когда алгоритм очень медленно продвигается по узкому оврагу с крутыми склонами, прыгая с одной его стороны на другую. Напротив, при маленьком шаге, вероятно, будет схвачено верное направление, однако при этом потребуется очень много итераций. На практике величина шага берется пропорциональной крутизне склона (так что алгоритм замедляет ход вблизи минимума) с некоторой константой, которая называется скоростью обучения Правильный выбор скорости обучения зависит от конкретной задачи и обычно осуществляется опытным путем; эта константа может также зависеть от времени, уменьшаясь по мере продвижения алгоритма.

Обычно этот алгоритм видоизменяется таким образом, чтобы включать слагаемое импульса (или инерции). Этот член способствует продвижению в фиксированном направлении, поэтому если было сделано несколько шагов в одном и том же направлении, то алгоритм "увеличивает скорость", что (иногда) позволяет избежать локального минимума, а также быстрее проходить плоские участки.

Данный метод обучения был назван Ф.Розенблаттом “методом коррекции с обратной передачей сигнала ошибки”. Позднее более широко стало известно название “
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 -правило”. Представленный алгоритм относится к широкому классу алгоритмов обучения с учителем, поскольку известны как входные вектора, так и требуемые значения выходных векторов (имеется учитель, способный оценить правильность ответа ученика). 

Доказанная Розенблаттом теорема о сходимости обучения по 
[image: image381.wmf]d

 -правилу говорит о том, что персептрон способен обучится любому обучающему набору, который он способен представить. 

Каждый нейрон персептрона является формальным пороговым элементом, принимающим единичные значения в случае, если суммарный взвешенный вход больше некоторого порогового значения: 
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Таким образом, при заданных значениях весов и порогов, нейрон имеет определенное значение выходной активности для каждого возможного вектора входов. Множество входных векторов, при которых нейрон активен (y=1), отделено от множества векторов, на которых нейрон пассивен (y=0) гиперплоскостью, уравнение которой есть, суть: 

[image: image383.png]YW -6,=0




Следовательно, нейрон способен отделить (иметь различный выход) только такие два множества векторов входов, для которых имеется гиперплоскость, отсекающая одно множество от другого. Такие множества называют линейно разделимыми.

Линейная неразделимость множеств аргументов, отвечающих различным значениям функции означает, что функция “ислючающее или”, столь широко использующаяся в логических устройствах, не может быть представлена формальным нейроном.

При возрастании числа аргументов ситуация еще более катастрофична: относительное число функций, которые обладают свойством линейной разделимости резко уменьшается. А значит и резко сужается класс функций, который может быть реализован персептроном (так называемый класс функций, обладающий свойством персептронной представляемости).

Отбор данных и формирование обучающей выборки.

Идеальной является ситуация, когда вы можете получить произвольно много различных данных для вашей задачи. В этом случае следует позаботиться об отсутствии систематических ошибок и уклонений в данных (если только именно этот вопрос не является предметом ваших исследований). Целесообразно включение в обучающую выборку прежде всего тех данных, которые описывают условия, близкие к условиям дальнейшего использования нейросистемы.

Для решения некоторых задач распознавания образов данные, если это возможно, следует представить в инвариантном виде.

Для практических целей следует часть обучающей выборки не использовать при обучении, а применить для последующего тестирования работы нейросети. Полезно понимать, что очень большая выборка обучающих данных сильно замедлит процесс обучения без существенного улучшения результата.

Если в вашем распоряжении имеется весьма ограниченный объем данных, то потребуется анализ его достаточности для решения вашей задачи. Обычно это оказывается весьма непростым вопросом. Одним из решений может быть уменьшение размерности признаковых пространств задачи. В любом случае, обучающих данных должно быть больше, чем обучаемых параметров нейросети.

Разработка собственной программы или использование существующего нейроимитатора

Имеющиеся на рынке нейроимитаторы разрабатываются профессионалами специально для вашего удобства. Для практических целей лучше предпочесть их использование. Это обеспечит выполнение стандартов и доказательность полученных вами результатов. 

Исключение составляют нестандартные задачи и специализированные архитектуры нейросетей, в этом случае необходимо разрабатывать новую программу. При выборе технической среды для вашего проекта полезно учитывать имеющиеся инструментальные средства для написания нейропрограмм и обработки баз данных. В качестве языка программирования чаще всего используется C (или C++). Для небольших проектов можно выбрать ПАСКАЛЬ или БЕЙСИК.

3. Объекты и средства исследования

В этой лабораторной работе описана простейшая программа PERC, реализующая обучение однослойного ПЕРСЕПТРОНА. В качестве примера была выбрана следующая задача. Нейронной сети предъявляется вектор, состоящий из 10 компонент, каждая из которых может быть нулем или единицей. Сеть должна научиться определять, чего больше - нулей или единиц.

Для решения такой задачи необходим по крайней мере один нейрон с десятью входами и одним выходом (хотя программа позволяет использовать несколько нейронов). Представляемая функция относится к классу линейно разделимых, поэтому этого одного нейрона достаточно для решения.

В качестве обучающей выборки используются 200 векторов, компоненты которых разыгрываются с использованием датчика псевдослучайных чисел ПАСКАЛЯ. Правильный ответ определяется непосредственным сравнением числа нулей и единиц.

Обучение сети проводится по дельта-правилу Ф.Розенблатта, По завершении обучения программа выдает число выполненных итераций и значение достигнутой ошибки обучения. В конце этого пункта приведен полный листинг программы PERC и результаты ее работы (Внимание! При проведении расчетов по программе на вашем компьютере, полученные значения могут слегка отличаться от приведенных из-за различных последовательностей случайных чисел).

Для тестирования качества обучения разработана отдельная программа TEST (текст и результаты работы которой тоже приводятся). Структуры используемых данных и работа программы аналогичны программе PERC. Для тестирования также используются случайные вектора. 

Результаты теста весьма удовлетворительны, нейронная сеть успешно справляется с задачей с точностью до ошибок во 2-3 знаке ответа. Интерпретация этих ошибок не вызывает затруднений или недоразумений.

4.  Подготовка  к  работе 

4.1. Изучить текст программы имитатора нейронной сети, приведенной в приложении.

4.2. Перепрограммировать нейронный имитатор, приведенный в приложении, для использования в среде Delphi
4.3. Отладить рабочую программу имитатора нейронной сети и использовать ее для дальнейшего изучения свойств.

5.  Программа  работы 

5.1. При помощи программы PERC изучить зависимость решения от объема данных обучающей выборки. Это достигается изменением значения переменной Nimages в подпрограмме GetDataBase. Попробуйте объяснить ухудшение результатов теста при обучении с постепенным уменьшением числа образов.

5.2. Модифицируйте программы PERC и TEST, изменив тип переходной функции нейрона. Сравните результаты.

5.3. Проведите исследование зависимости скорости обучения от темпа (значение CEta) и начального значения весов (значение CInitWeight). Объясните полученные вами результаты.

6.  Контрольные вопросы 

6.1. Почему персептрон Розенблатта можно рассматривать как однослойную нейронную сеть?

6.2. Объясните идею обучения НС методом обратного распространения ошибки.

6.3. Что такое линейно разделимые множества?
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Приложение

Текст программы PERC.

PROGRAM PERC;

(* P E R C  -  Учебная программа, реализующая однослойный

               PERCEPTRON.

CONST

    CMaxInp     = 20;       (* Максимальное число входов *)

    CMaxOut     = 10;       (* Максимальное число выходов *)

    CMaxImages  = 200;      (* Максимальное число образов *)

    CEta        = 0.75;     (* Темп обучения *)

    CError      = 5.0e-3;   (* Граница требуемой ошибки *)

    CCounter    = 1000;     (* Максимальное число итераций *)

    CInitWeight = 5.0;      (* Максимальное начальное значение

                               случайных синаптических весов *)

    CBiasNeuron = 1.0;      (* Активность нейрона-порога *)

TYPE

    TMatrix     = ARRAY[0..CMaxInp,1..CMaxOut] OF REAL;

                    (* Нулевой столбец содержит значения порогов *)

    TInpVector  = ARRAY[1..CMaxInp] OF REAL;

    TOutVector  = ARRAY[1..CMaxOut] OF REAL;

    (* Структура сети *)

    TPerceptron = RECORD   

        NInp : INTEGER;     (* Число входов *)

        NOut : INTEGER;     (* Число выходов *)

        Inp  : TInpVector;  (* Текущий вектор входов *)

        Out  : TOutVector;  (* Текущий вектор выходов *)

        W    : Tmatrix;     (* Матрица связей *)

    END;

    (* Запись в базе данных - обучающей выборке *)

    TBaseRecord = RECORD

        X    : TInpVector;

        Y    : TOutVector;

    END;

    (* Структура базы данных *)   

    TBase = RECORD

        NImages : INTEGER;  (* Число обучающих образов *)

        Images  : ARRAY[1..CMaxImages] OF TBaseRecord;

    END;

VAR

    VNet                  : TPerceptron;

    VBase                 : TBase;

    VOK                   : BOOLEAN;

    VError, VTemp, VDelta : REAL;

    VCounter, Vi, Vj, Vk  : INTEGER;

    VFile                 : FILE OF TPerceptron;

PROCEDURE InitAll;

(* Инициализация нейронной сети с 10 входами и одним выходом,

   задание начальных случайных значений матрицы связей *)

VAR

    Li, Lj, Lk : INTEGER;

BEGIN

    WITH VNet, VBase DO

    BEGIN

        NInp := 10;

        NOut := 1;

        FOR Li := 0 TO NInp DO

            FOR Lj := 1 TO NOut DO

                 W[Li,Lj] := CInitWeight*(RANDOM-0.5);

    END;

    VOK := TRUE;

END;

PROCEDURE GetDataBase;

(* Генерация обучающей выборки из 200 случайных образов.

   При определении правильного числа единиц используется прямой

   подстчет *)

VAR

    Li, Lj, Lk : INTEGER;

BEGIN

    VOK := TRUE;

    WITH VBase, VNet DO

    BEGIN

        NImages := 200;

        FOR Li:= 1 TO NImages DO

        BEGIN

            Lk := 0;

            FOR Lj:=1 TO NInp DO

            BEGIN

                (* Случайно 0 или 1 *)

                Images[Li].X[Lj] := RANDOM( 2 );

                (* Подсчет единиц *)

                IF ( Images[Li].X[Lj] > 0 )

                    THEN Lk := Lk + 1;

            END;

            (* Выход равен единице, если в данном входном векторе

               число единиц больше числа нулей *)

            IF ( Lk > (NInp-Lk) )

                THEN Images[Li].Y[1] := 1

                ELSE Images[Li].Y[1] := 0

        END;

    END;

END;

PROCEDURE SaveNet;

(* Запись параметров нейронной сети в файл SAMPLE.DAT.

   Производится контроль за операциями вывода с использованием

   ключа I+ и I- компилятора ТУРБО ПАСКАЛЯ *)

BEGIN

    ASSIGN( VFile, 'SAMPLE.DAT' );

    {$I-}

    REWRITE( VFile );

    {$I+}

    VOK := (IOResult = 0);

    IF VOK THEN

    BEGIN

        {$I-}

        WRITE( VFile, VNet );

        CLOSE ( VFile );

        {$I+}

        VOK := (IOResult = 0);

    END;

END;

FUNCTION Sigmoid( Z: REAL ): REAL;

(* Сигмоидальная переходная функция нейрона *)

BEGIN

   Sigmoid := 1.0/(1.0+EXP(-Z));

END;

(* Основная программа *)

BEGIN

    WRITELN('<< P E R C E P T R O N >> (Нейроимитатор) ');

WRITELN('----------------------------------------- ');

    VOK := TRUE;

    (* Инициализация с контролем ошибки *)

    RANDOMIZE;

    InitAll;

    IF (NOT VOK) THEN

    BEGIN

        WRITELN('Ошибка инициализации');

        HALT;

    END;

    (* Генерация базы данных *)

    VOK := TRUE;

    GetDataBase;

    IF (NOT VOK) THEN

    BEGIN

        WRITELN('Ошибка при генерации базы данных');

        HALT;

    END;

    (* Цикл обучения *)

    VOK := TRUE;

    VCounter := 0;

    WITH VNet, VBase DO

        REPEAT

            VError := 0.0;

            (* Цикл по обучающей выборке *)

            FOR Vi := 1 TO NImages DO

            BEGIN

                (* Подача очередного образа на входы сети *)

                FOR Vj := 1 TO NInp DO

                BEGIN

                    Inp[Vj] := Images[Vi].X[Vj];

                END;

                (* Цикл по нейронам. При аппаратной реализации

                   будет выполняться параллельно !!! *)

                FOR Vk := 1 TO NOut DO

                BEGIN

                    (* Состояние очередного нейрона *)

                    VTemp := CBiasNeuron*W[0,Vk];

                    FOR Vj := 1 TO NInp DO

                    BEGIN

                        VTemp := VTemp +

                            Inp[Vj]*W[Vj,Vk];

                    END;

                    Out[Vk] := Sigmoid( VTemp );

                    (* Накопление ошибки *)

                    VDelta := Images[Vi].Y[Vk]-Out[Vk];

                    VError := VError + 0.5*SQR( VDelta );

                    (* Обучение по дельта-правилу Розенблатта *)

                    W[0,Vk] := W[0,Vk] +

                        CEta*CBiasNeuron*VDelta;

                    FOR Vj := 1 TO NInp DO

                    BEGIN

                        W[Vj,Vk] := W[Vj,Vk] +

                            CEta*Inp[Vj]*VDelta;

                    END;

                END;

            END;

            VCounter := VCounter + 1;

        UNTIL ( (VCounter >= CCounter) OR

                (VError <= CError) );

        (* Цикл завершен при достижении максимального числа

           итераций или минимально достаточной ошибки *)

    WRITELN( 'Выполнено ', VCounter, ' итераций');

    WRITELN( 'Ошибка обучения ', VError );

    (* Сохранение результатов обучения на диске *)

    SaveNet;

    IF (NOT VOK) THEN

    BEGIN

        WRITELN('Ошибка при записи на диск');

        HALT;

    END;

    WRITE('Нейронная сеть обучена, параметры');

    WRITELN(' записаны в файл SAMPLE.DAT');

END.

Результат работы программы PERC

<< P E R C E P T R O N >> (Нейроимитатор) 

----------------------------------------- 

Выполнено 243 итераций 

Ошибка обучения  4.9997994218E-03

Нейронная сеть обучена, параметры записаны в файл

SAMPLE.DAT

Текст программы TEST.

PROGRAM TEST;

(* T E S T - Тестирующая программа для

нейроимитатора PERC *)

CONST
    CMaxInp     = 20;

    CMaxOut     = 10;

    CMaxImages  = 15;

    CBiasNeuron = 1.0;

TYPE

    TMatrix     = ARRAY[0..CMaxInp,1..CMaxOut] OF REAL;

    TInpVector  = ARRAY[1..CMaxInp] OF REAL;

    TOutVector  = ARRAY[1..CMaxOut] OF REAL;

    TPerceptron = RECORD

        NInp : INTEGER;

        NOut : INTEGER;

        Inp  : TInpVector;

        Out  : TOutVector;

        W    : TMatrix;

    END;

VAR

    VNet        : TPerceptron;

    VTemp       : REAL;

    VCorrect    : REAL;

    Vi, Vj, Vk  : INTEGER;

    VOK         : BOOLEAN;

    VFile       : FILE OF TPerceptron;

PROCEDURE LoadNet;

(* Чтение параметров нейронной сети из файла SAMPLE.DAT.

   Производится контроль за операциями ввода с использованием

   ключа I+ и I- компилятора ТУРБО ПАСКАЛЯ *)

BEGIN

    ASSIGN( VFile, 'SAMPLE.DAT' );

    {$I-}

    RESET( VFile );

    {$I+}

    VOK := (IOResult = 0);

    IF VOK THEN

    BEGIN

        {$I-}

        READ( VFile, VNet );

        CLOSE ( VFile );

        {$I+}

        VOK := (IOResult = 0);

    END;

END;

FUNCTION Sigmoid( Z: REAL ): REAL;

BEGIN

   Sigmoid := 1.0/(1.0+EXP(-Z));

END;

BEGIN

    VOK := TRUE;

    RANDOMIZE;

    (* Чтение параметров обученной нейросети *)

    LoadNet;

    IF (NOT VOK) THEN

    BEGIN
        WRITELN('Ошибка при чтении файла');

        HALT;

    END;

    VOK := TRUE;

    WITH VNet DO

    BEGIN

        WRITELN('<<P E R C E P T R O N>> (Тестирующая программа)');

        WRITELN('-----------------------------------------------');

        WRITELN(' ВОПРОС                 ОТВЕТ  ВЕРНЫЙ ОТВЕТ  ');

        WRITELN('-----------------------------------------------');

        FOR Vi := 1 TO CMaxImages DO

        BEGIN

            (* Подача на вход случайного образа *)

            Vk := 0;

            FOR Vj:=1 TO NInp DO

            BEGIN

                (* Случайно 0 или 1 *)

                Inp[Vj] := RANDOM( 2 );

                (* Подсчет единиц *)

                IF ( Inp[Vj] > 0 )

                THEN Vk := Vk + 1;

            END;

            (* Правильный ответ известен ! *)

            IF ( Vk > (NInp-Vk) )

            THEN VCorrect := 1.0

            ELSE VCorrect := 0.0;

            (* Ответ выдает нейросеть *)

            FOR Vk := 1 TO NOut DO

            BEGIN

                VTemp := CBiasNeuron*W[0,Vk];

                FOR Vj := 1 TO NInp DO

                BEGIN

                    VTemp := VTemp +

                         Inp[Vj]*W[Vj,Vk];

                END;

                Out[Vk] := Sigmoid( VTemp );

            END;

            (* Выдача результатов *)

            FOR Vj := 1 TO NInp DO

                WRITE( Inp[Vj]:2:0 );

            WRITELN('    ',Out[1]:4:2,'    ', VCorrect:2:0);

        END;

    END;

    WRITELN('-------------------------------------------------');

END.

Результат работы программы TEST.

<<P E R C E P T R O N>> (Тестирующая программа)

-----------------------------------------------

 ВОПРОС                   ОТВЕТ    ВЕРНЫЙ ОТВЕТ

-----------------------------------------------

 0 0 0 0 1 1 1 1 0 0    0.00          0

 0 0 1 0 0 0 0 1 0 1    0.00          0

 1 1 0 0 0 0 0 1 0 0    0.00          0

 1 1 1 1 0 1 0 1 1 1    1.00          1

 0 1 1 1 0 1 1 0 0 0    0.01          0

 1 0 1 0 1 0 1 1 1 0    0.99          1

 1 0 1 1 1 0 0 1 1 0    0.98          1

 1 0 1 1 1 1 0 0 1 1    1.00          1

 1 1 0 1 1 1 1 0 1 0    1.00          1

 1 1 0 1 1 1 0 0 0 1    1.00          1

 0 0 0 0 1 1 0 1 0 1    0.00          0

 1 0 0 1 0 0 0 0 0 1    0.00          0

 1 0 0 1 0 0 0 1 1 0    0.00          0

 0 1 0 1 1 1 0 1 0 0    0.02          0

 1 1 1 1 1 1 0 1 1 0    1.00          1

--------------------------------------------

Лабораторная работа № 5
СОЗДАНИЕ ОДНОНАПРАВЛЕННОЙ МНОГОСЛОЙНОЙ НЕЙРОННОЙ СЕТИ

1. Цель и задачи исследований 

Цель занятия – освоение основных этапов реализации нейронно-сетевого подхода при построении многослойной нейронной сети, обучающейся с учителем.

2. Основы теории 

Рассмотрим иерархическую сетевую структуру, в которой связанные между собой нейроны (узлы сети) объединены в несколько слоев (Рис. 5.1). Межнейронные синаптические связи сети устроены таким образом, что каждый нейрон на данном уровне иерархии принимает и обрабатывает сигналы от каждого нейрона более низкого уровня. Таким образом, в данной сети имеется выделенное направление распространения нейроимпульсов - от входного слоя через один (или несколько) скрытых слоев к выходному слою нейронов. Нейросеть такой топологии мы будем называть обобщенным многослойным персептроном или, если это не будет вызывать недоразумений, просто персептроном. 
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Рис.5.1. Структура многослойного персептрона с пятью входами, тремя нейронами в скрытом слое, и одним нейроном выходного слоя.

Персептрон представляет собой сеть, состоящую из нескольких последовательно соединенных слоев формальных нейронов МакКаллока и Питтса. На низшем уровне иерархии находится входной слой, состоящий из сенсорных элементов, задачей которого является только прием и распространение по сети входной информации. Далее имеются один или, реже, несколько скрытых слоев. Каждый нейрон на скрытом слое имеет несколько входов, соединенных с выходами нейронов предыдущего слоя или непосредственно со входными сенсорами X1..Xn, и один выход. Нейрон характеризуется уникальным вектором весовых коэффициентов w. Веса всех нейронов слоя формируют матрицу, которую мы будем обозначать V или W. Функция нейрона состоит в вычислении взвешенной суммы его входов с дальнейшим нелинейным преобразованием ее в выходной сигнал: 
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Выходы нейронов последнего, выходного, слоя описывают результат классификации Y=Y(X). Особенности работы персептрона состоят в следующем. Каждый нейрон суммирует поступающие к нему сигналы от нейронов предыдущего уровня иерархии с весами, определяемыми состояниями синапсов, и формирует ответный сигнал (переходит в возбужденное состояние), если полученная сумма выше порогового значения. Персептрон переводит входной образ, определяющий степени возбуждения нейронов самого нижнего уровня иерахии, в выходной образ, определяемый нейронами самого верхнего уровня. Число последних, обычно, сравнительно невелико. Состояние возбуждения нейрона на верхнем уровне говорит о принадлежности входного образа к той или иной категории. 

Традиционно рассматривается аналоговая логика, при которой допустимые состояния синаптических связей определяются произвольными действительными числами, а степени активности нейронов - действительными числами между 0 и 1. Иногда исследуются также модели с дискретной арифметикой, в которой синапс характеризуется двумя булевыми переменными: активностью (0 или 1) и полярностью (-1 или +1), что соответствует трехзначной логике. Состояния нейронов могут при этом описываться одной булевой переменной. Данный дискретный подход делает конфигурационное пространство состояний нейронной сети конечным (не говоря уже о преимуществах при аппаратной реализации). 

Алгоритм обучения для сети с одним слоем очевиден, так как правильные выходные состояния нейронов единственного слоя заведомо известны, и подстройка синаптических связей идет в направлении, минимизирующем ошибку на выходе сети. По этому принципу строится, например, алгоритм обучения однослойного персептрона. В многослойных же сетях оптимальные выходные значения нейронов всех слоев, кроме последнего, как правило, не известны, и двух или более слойный перцептрон уже невозможно обучить, руководствуясь только величинами ошибок на выходах НС. 

Наиболее приемлемый вариант – распространение сигналов ошибки от выходов НС к ее входам, в направлении, обратном прямому распространению сигналов в обычном режиме работы. Этот алгоритм обучения НС получил название процедуры обратного распространения. Именно он будет рассмотрен в дальнейшем.

Согласно методу наименьших квадратов, минимизируемой целевой функцией ошибки НС является величина:


[image: image386] (1)

где 
[image: image387] – реальное выходное состояние нейрона j выходного слоя N нейронной сети при подаче на ее входы p-го образа; djp – идеальное (желаемое) выходное состояние этого нейрона.

Суммирование ведется по всем нейронам выходного слоя и по всем обрабатываемым сетью образам. Минимизация ведется методом градиентного спуска, что означает подстройку весовых коэффициентов следующим образом:


[image: image388] 
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Здесь wij – весовой коэффициент синаптической связи, соединяющей i-й нейрон слоя n-1 с j-м нейроном слоя n, ( – коэффициент скорости обучения, 0<(<1.

Частные производные вычисляются следующим образом:


[image: image389]
(3)

Здесь под yj, как и раньше, подразумевается выход нейрона j, а под sj – взвешенная сумма его входных сигналов, то есть аргумент активационной функции. Так как множитель dyj/dsj является производной этой функции по ее аргументу, из этого следует, что производная активационной функция должна быть определена на всей оси абсцисс. В связи с этим функция единичного скачка и прочие активационные функции с неоднородностями не подходят для рассматриваемых НС. В них применяются такие гладкие функции, как гиперболический тангенс или классический сигмоид с экспонентой. В случае гиперболического тангенса


[image: image390] 
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Третий множитель (sj/(wij, очевидно, равен выходу нейрона предыдущего слоя yi(n-1).

Что касается первого множителя в (3), он легко раскладывается следующим образом:


[image: image391]
(5)

Здесь суммирование по k выполняется среди нейронов слоя n+1.

Введя новую переменную


[image: image392]
(6)

мы получим рекурсивную формулу для расчетов величин (j(n) слоя n из величин (k(n+1) более старшего слоя n+1.


[image: image393]
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Для выходного же слоя


[image: image394]
(8)

Теперь мы можем записать (2) в раскрытом виде:


[image: image395]
(9)

Иногда для придания процессу коррекции весов некоторой инерционности, сглаживающей резкие скачки при перемещении по поверхности целевой функции, (9) дополняется значением изменения веса на предыдущей итерации


[image: image396]
(10)

где ( – коэффициент инерционности, t – номер текущей итерации.

Таким образом, полный алгоритм обучения НС с помощью процедуры обратного распространения строится так:

1. Подать на входы сети один из возможных образов и в режиме обычного функционирования НС, когда сигналы распространяются от входов к выходам, рассчитать значения последних. Напомним, что


[image: image397]
(11)

где M – число нейронов в слое n-1 с учетом нейрона с постоянным выходным состоянием +1, задающего смещение; yi(n-1)=xij(n) – i-й вход нейрона j слоя n.

yj(n) = f(sj(n)), где f() – сигмоид 
(12)

yq(0)=Iq,
(13)

где Iq – q-ая компонента вектора входного образа.

2. Рассчитать ((N) для выходного слоя по формуле (8).

Рассчитать по формуле (9) или (10) изменения весов (w(N) слоя N.

3. Рассчитать по формулам (7) и (9) (или (7) и (10)) соответственно ((n) и (w(n) для всех остальных слоев, n=N-1,...1.

4. Скорректировать все веса в НС
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5. Если ошибка сети существенна, перейти на шаг 1. В противном случае – конец.
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Рис.5.2 Диаграмма сигналов в сети при обучении по алгоритму обратного распространения
Сети на шаге 1 попеременно в случайном порядке предъявляются все тренировочные образы, чтобы сеть, образно говоря, не забывала одни по мере запоминания других. Алгоритм иллюстрируется рисунком 5.2.

Из выражения (9) следует, что когда выходное значение yi(n-1) стремится к нулю, эффективность обучения заметно снижается. При двоичных входных векторах в среднем половина весовых коэффициентов не будет коррек​тироваться, поэтому область возможных значений выходов нейронов [0,1] желательно сдвинуть в пределы [-0.5,+0.5], что достигается простыми модификациями логистических функций. Например, сигмоид с экспонентой преобразуется к виду
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Теперь коснемся вопроса емкости НС, то есть числа образов, предъявляемых на ее входы, которые она способна научиться распознавать. Для сетей с числом слоев больше двух, он остается открытым. Для НС с двумя слоями, то есть выходным и одним скрытым слоем, детерминистская емкость сети Cd оценивается так:

Nw/Ny<Cd<Nw/Ny(log(Nw/Ny) 
(16)

где Nw – число подстраиваемых весов, Ny – число нейронов в выходном слое.

Следует отметить, что данное выражение получено с учетом некоторых ограничений. Во-первых, число входов Nx и нейронов в скрытом слое Nh должно удовлетворять неравенству Nx+Nh>Ny. Во-вторых, Nw/Ny>1000. Однако вышеприведенная оценка выполнялась для сетей с активационными функциями нейронов в виде порога, а емкость сетей с гладкими активационными функциями, например – (15), обычно больше. Кроме того, фигурирующее в названии емкости прилагательное "детерминистский" означает, что полученная оценка емкости подходит абсолютно для всех возможных входных образов, которые могут быть представлены Nx входами. В действительности распределение входных образов, как правило, обладает некоторой регулярностью, что позволяет НС проводить обобщение и, таким образом, увеличивать реальную емкость. Так как распределение образов, в общем случае, заранее не известно, мы можем говорить о такой емкости только предположительно, но обычно она раза в два превышает емкость детерминистскую.

В продолжение разговора о емкости НС логично затронуть вопрос о требуемой мощности выходного слоя сети, выполняющего окончательную классификацию образов. Дело в том, что для разделения множества входных образов, например, по двум классам достаточно всего одного выхода. При этом каждый логический уровень – "1" и "0" – будет обозначать отдельный класс. На двух выходах можно закодировать уже 4 класса и так далее. Однако результаты работы сети, организованной таким образом, можно сказать – "под завязку", – не очень надежны. Для повышения достоверности классификации желательно ввести избыточность путем выделения каждому классу одного нейрона в выходном слое или, что еще лучше, нескольких, каждый из которых обучается определять принадлежность образа к классу со своей степенью достоверности, например: высокой, средней и низкой. Такие НС позволяют проводить классификацию входных образов, объединенных в нечеткие (размытые или пересекающиеся) множества. Это свойство приближает подобные НС к условиям реальной жизни.

Рассматриваемая НС имеет несколько "узких мест". Во-первых, в процессе обучения может возникнуть ситуация, когда большие положительные или отрицательные значения весовых коэффициентов сместят рабочую точку на сигмоидах многих нейронов в область насыщения. Малые величины производной от логистической функции приведут в соответствие с (7) и (8) к остановке обучения, что парализует НС. Во-вторых, применение метода градиентного спуска не гарантирует, что будет найден глобальный, а не локальный минимум целевой функции. Эта проблема связана еще с одной, а именно – с выбором величины скорости обучения. Доказательство сходимости обучения в процессе обратного распространения основано на производных, то есть приращения весов и, следовательно, скорость обучения должны быть бесконечно малыми, однако в этом случае обучение будет происходить неприемлемо медленно. С другой стороны, слишком большие коррекции весов могут привести к постоянной неустойчивости процесса обучения. Поэтому в качестве ( обычно выбирается число меньше 1, но не очень маленькое, например, 0.1, и оно, вообще говоря, может постепенно уменьшаться в процессе обучения. Кроме того, для исключения случайных попаданий в локальные минимумы иногда, после того как значения весовых коэффициентов застабилизируются, ( кратковременно сильно увеличивают, чтобы начать градиентный спуск из новой точки. Если повторение этой процедуры несколько раз приведет алгоритм в одно и то же состояние НС, можно более или менее уверенно сказать, что найден глобальный максимум, а не какой-то другой.

Существует и иной метод исключения локальных минимумов, а заодно и паралича НС, заключающийся в применении стохастических НС.

Теперь мы можем обратиться непосредственно к программированию НС. Как видно из формул, описывающих алгоритм функционирования и обучения НС, весь этот процесс может быть записан и затем запрограммирован в терминах и с применением операций матричной алгебры. Судя по всему, такой подход обеспечит более быструю и компактную реализацию НС, нежели ее воплощение на базе концепций объектно-ориентированного (ОО) программирования. Однако в последнее время преобладает именно ОО подход, причем зачастую разрабатываются специальные ОО языки для программирования НС, хотя универсальные ОО языки, например C++ и Pascal, были созданы как раз для того, чтобы исключить необходимость разработки каких-либо других ОО языков, в какой бы области их не собирались применять.

И все же программирование НС с применением ОО подхода имеет свои плюсы. Во-первых, оно позволяет создать гибкую, легко перестраиваемую иерархию моделей НС. Во-вторых, такая реализация наиболее прозрачна для программиста, и позволяет конструировать НС даже непрограммистам. В-третьих, уровень абстрактности программирования, присущий ОО языкам, в будущем будет, по-видимому, расти, и реализация НС с ОО подходом позволит расширить их возможности. Исходя из вышеизложенных соображений, приведенная в листингах библиотека классов и программ, реализующая полносвязные НС с обучением по алгоритму обратного распространения, использует ОО подход. 

Вот основные моменты, требующие пояснений. Прежде всего необходимо отметить, что библиотека была составлена и использовалась в целях распознавания изображений, однако применима и в других приложениях. В файле neuro.h в листинге 1 приведены описания двух базовых и пяти производных (рабочих) классов: Neuron, SomeNet и NeuronFF, NeuronBP, LayerFF, LayerBP, NetBP, а также описания нескольких общих функций вспомогательного назначения, содержащихся в файле subfun.cpp (см. листинг 4). Методы пяти вышеупомянутых рабочих классов внесены в файлы neuro_ff.cpp и neuro_bp.cpp, представленные в листингах 2 и 3. Такое, на первый взгляд искусственное, разбиение объясняется тем, что классы с суффиксом _ff, описывающие прямопоточные нейронные сети (feedforward), входят в состав не только сетей с обратным распространением – _bp (backpropagation), но и других, например таких, как с обучением без учителя, которые будут рассмотрены в дальнейшем. Иерархия классов приведенной библиотеки приведена на рис. 5.3
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Рис.5.3 Иерархия классов библиотеки для сетей обратного распространения (одинарная линия – наследование, двойная – вхождение)
В ущерб принципам ОО программирования, шесть основных параметров, характеризующих работу сети, вынесены на глобальный уровень, что облегчает операции с ними. Параметр SigmoidType определяет вид активационной функции. В методе NeuronFF::Sigmoid перечислены некоторые его значения, макроопределения которых сделаны в заголовочном файле. Пункты HARDLIMIT и THRESHOLD даны для общности, но не могут быть использованы в алгоритме обратного распространения, так как соответствующие им активационные функции имеют производные с особыми точками. Это отражено в методе расчета производной NeuronFF::D_Sigmoid, из которого эти два случая исключены. Переменная SigmoidAlfa задает крутизну ( сигмоида ORIGINAL из (15). MiuParm и NiuParm – соответственно значения параметров ( и ( из формулы (10). Величина Limit используется в методах IsConverged для определения момента, когда сеть обучится или попадет в паралич. В этих случаях изменения весов становятся меньше малой величины Limit. Параметр dSigma эмулирует плотность шума, добавляемого к образам во время обучения НС. Это позволяет из конечного набора "чистых" входных образов генерировать практически неограниченное число "зашумленных" образов. Дело в том, что для нахождения оптимальных значений весовых коэффициентов число степеней свободы НС – Nw должно быть намного меньше числа накладываемых ограничений – Ny(Np, где Np – число образов, предъявляемых НС во время обучения. Фактически, параметр dSigma равен числу входов, которые будут инвертированы в случае двоичного образа. Если dSigma = 0, помеха не вводится.

Методы Randomize позволяют перед началом обучения установить весовые коэффициенты в случайные значения в диапазоне [-range,+range]. Методы Propagate выполняют вычисления по формулам (11) и (12). Метод NetBP::CalculateError на основе передаваемого в качестве аргумента массива верных (желаемых) выходных значений НС вычисляет величины (. Метод NetBP::Learn рассчитывает изменения весов по формуле (10), методы Update обновляют весовые коэффициенты. Метод NetBP::Cycle объединяет в себе все процедуры одного цикла обучения, включая установку входных сигналов NetBP::SetNetInputs. Различные методы PrintXXX и LayerBP::Show позволяют контролировать течение процессов в НС, но их реализация не имеет принципиального значения, и простые процедуры из приведенной библиотеки могут быть при желании переписаны, например, для графического режима. Это оправдано и тем, что в алфавитно-цифровом режиме уместить на экране информацию о сравнительно большой НС уже не удается.

Сети могут конструироваться посредством NetBP(unsigned), после чего их нужно заполнять сконструированными ранее слоями с помощью метода NetBP::SetLayer, либо посредством NetBP(unsigned, unsigned,...). В последнем случае конструкторы слоев вызываются автоматически. Для установления синаптических связей между слоями вызывается метод NetBP::FullConnect.

После того как сеть обучится, ее текущее состояние можно записать в файл (метод NetBP::SaveToFile), а затем восстановить с помощью метода NetBP::LoadFromFile, который применим лишь к только что сконструированной по NetBP(void) сети.

Для ввода в сеть входных образов, а на стадии обучения – и для задания выходных, написаны три метода: SomeNet::OpenPatternFile, SomeNet::ClosePatternFile и NetBP::LoadNextPattern. Если у файлов образов произвольное расширение, то входные и выходные вектора записываются чередуясь: строка с входным вектором, строка с соответствующим ему выходным вектором и т.д. Каждый вектор есть последовательность действительных чисел в диапазоне [-0.5,+0.5], разделенных произвольным числом пробелов (см. листинг 7). Если файл имеет расширение IMG, входной вектор представляется в виде матрицы символов размером dy*dx (величины dx и dy должны быть заблаговременно установлены с помощью LayerFF::SetShowDim для нулевого слоя), причем символ 'x' соответствует уровню 0.5, а точка – уровню -0.5, то есть файлы IMG, по крайней мере – в приведенной версии библиотеки, бинарны (см. листинг 8). Когда сеть работает в нормальном режиме, а не обучается, строки с выходными векторами могут быть пустыми. Метод SomeNet::SetLearnCycle задает число проходов по файлу образов, что в сочетании с добавлением шума позволяет получить набор из нескольких десятков и даже сотен тысяч различных образов.

В листингах 5 и 6 приведены программы, конструирующие и обучающие НС, а также использующие ее в рабочем режиме распознавания изображений.

Особо следует отметить тот нюанс, что в рассматриваемой библиотеке классов НС отсутствует реализация подстраиваемого порога для каждого нейрона. Сеть, вообще говоря, может работать и без него, однако процесс обучения от этого замедляется[3]. Простой, хотя и не самый эффективный способ ввести для нейронов каждого слоя регулируемое смещение заключается в добавлении в класс NeuronFF метода Saturate, который принудительно устанавливал бы выход нейрона в состояние насыщения axon=0.5, с вызовом этого метода для какого-нибудь одного, например, последнего нейрона слоя в конце функции LayerFF::Propagate. Очевидно, что при этом на стадии конструирования в каждый слой НС, кроме выходного необходимо добавить один дополнительный нейрон. Он, в принципе, может не иметь ни синапсов, ни массива изменений их весов и не вызывать метод Propagate внутри LayerFF::Propagate.

Рассмотренный выше и реализованный в программе алгоритм является, можно сказать, классическим вариантом процедуры обратного распространения, однако известны многие его модификации. Изменения касаются как методов расчетов, так и конфигурации сети. Сеть, сконструированная в качестве примера в программе, приведенной на листинге 5, была обучена распознавать десять букв, схематично заданных матрицами 6*5 точек за несколько сотен циклов обучения, которые выполнились на компьютере за время меньше минуты. Обученная сеть успешно распознавала изображения, зашумленные более сильно, чем образы, на которых она обучалась.

Программа компилировалась с помощью Borland C++ 3.1 в моделях Large и Small.

Предложенная библиотека классов позволит создавать сети, способные решать широкий спектр задач, таких как построение экспертных систем, сжатие информации и многих других, исходные условия которых могут быть приведены к множеству парных, входных и выходных, наборов данных. 

3. Объекты и средства исследования

В этой лабораторной работе описан простейший пример, реализующий многослойную нейронную сеть с обратным распространением ошибки. В качестве примера была выбрана следующая задача. Задан массив, состоящий из нескольких значений функции c*exp(-((x-a)^2/s))  (S>0) на интервале (0,1). Создать нейронную сеть такую, что при вводе этих значений на входы сети на выходах получались бы значения параметров С, A и S.

В качестве языка программирования рекомендуется использовать язык Паскаль или Си

4.  Подготовка  к  работе 

4.1. Изучить общие принципы построения многослойных иерархических сетей..

4.2. Изучить алгоритм обучения с учителем для многослойного персептрона, основанный на метода обратного распространения ошибки.

5.  Программа  работы 

5.1. Подготовка данных для тренировки сети

5.2. Создание сети

5.3. Обучение сети

5.4. Тестирование сети

5.5. Моделирование сети

5.1. Подготовка данных для обучения сети

В первую очередь необходимо определиться с размерностью входного массива. Выберем количество значений функции равным N=21, т.е. в качестве входных векторов массива используем значения функции y в точках х=0.05; …1.0. Для обучения сети необходимо сформировать массив входных векторов для различных наборов параметров С,A и S. Каждый набор этих параметров является вектором-эталоном для соответствующего входного вектора. 

Для подготовки входного и эталонного массивов воспользуемся следующим алгоритмом. Выбираем случайным образом значения компонент вектора – эталона С,A S и вычисляем компоненты соответствующего входного вектора. Повторяем эту процедуру М раз и получаем массив входных векторов в виде матрицы размерностью NxM и массив векторов – эталонов в виде матрицы размерностью в нашем случае 3хМ. Полученные массивы мы можем использовать для обучения сети. 

Прежде чем приступать к формированию обучающих массивов необходимо определиться с некоторыми свойствами массивов. 

Диапазон изменения параметров С,A S. Выберем диапазоны изменения параметров C,A,S равными (0.1, 1). Значения, близкие к 0 и сам 0 исключим в связи с тем, что функция не определена при S=0. Второе ограничение связано с тем, что при использовании типичных передаточных функций желательно, чтобы компоненты входных и выходных векторов не выходили за пределы диапазона (-1,1). В дальнейшем мы познакомимся с методами нормировки, которые позволяют обойти это ограничение.

Количество входных и эталонных векторов выберем равным М=100. Этого достаточно для обучения а процесс обучения не займет много времени. 

Тестовые массивы и эталоны подготовим с помощью программы mas1: % формирование входных массивов (входной массив P) и (эталоны T) 

P=zeros(100,21);

T=zeros(3,100);

x=0:5.e-2:1;

for i=1:100

c=0.9*rand+0.1;

a=0.9*rand+0.1;

s=0.9*rand+0.1;

T(1,i)=c;

T(2,i)=a;

T(3,i)=s;

P(i,:)=c*exp(-((x-a).^2/s));

end;

P=P';

С помощью этой программы формируется матрица P из M=100 входных векторов-столбцов, каждый из которых сформирован из 21 точки исходной функции со случайно выбранными значениями параметров C,A,S, и матрица T эталонов из 100 эталонных векторов-столбцов, каждый из которых сформирован из 3 соответствующих эталонных значений. Матрицы P и T будут использованы при обучении сети. Следует отметить, что при каждом новом запуске этой программы будут формироваться массивы с новыми значениями компонентов векторов, как входных, так и эталонных.

5.2. Создание сети

Вообще, выбор архитектуры сети для решения конкретной задачи основывается на опыте разработчика. Поэтому предложенная ниже архитектура сети является одним вариантом из множества возможных конфигураций. 

Для решения поставленной задачи сформируем трехслойную сеть обратного распространения, включающую 21 нейрон во входном слое (по числу компонент входного вектора) с передаточной функцией logsig, 15 нейронов во втором слое с передаточной функцией logsig и 3 нейрона в выходном слое (по числу компонентов выходного вектора) с передаточной функцией purelin. При этом в качестве обучающего алгоритма выбран градиентный алгоритм обратного распространения ошибки. Можно использовать и другие алгоритмы обучения, например, генетические алгоритмы.

Первый аргумент - матрица Mx2 минимальных и максимальных значений компонент входных векторов вычисляется с помощью процедуры minmax. 

Результатом выполнения процедуры newff является объект – нейронная сеть net заданной конфигурации. Сеть можно сохранить на диске в виде mat. файла с помощью команды save и загрузить снова с помощью команды load. Более подробную информацию о процедуре можно получить, воспользовавшись командой  help.

5.3. Обучение сети

Следующий шаг – обучение созданной сети. Перед обучением необходимо задать параметры обучения. Задаем функцию оценки функционирования sse. 

net.performFcn='sse';

В этом случае в качестве оценки вычисляется сумма квадратичных отклонений выходов сети от эталонов. Задаем критерий окончания обучения – значение отклонения, при котором обучение будет считаться законченным:

net.trainParam.goal=0.01;

Задаем максимальное количество циклов обучения. После того, как будет выполнено это количество циклов, обучение будет завершено:

net.trainParam.epochs=1000;

Теперь можно начинать обучение:

Процесс обучения иллюстрируется графиком зависимости оценки функционирования от номера цикла обучения.
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Таким образом, обучение сети окончено. Теперь эту сеть можно сохранить в файле nn1.mat:

save nn1 net;

5.4. Тестирование сети

Перед тем, как воспользоваться нейронной сетью, необходимо исследовать степень достоверности результатов вычислений сети на тестовом массиве входных векторов. В качестве тестового массива необходимо использовать массив, компоненты которого отличаются от компонентов массива, использованного для обучения. В нашем случае для получения тестового массива достаточно воспользоваться еще раз программой mas1.

Для оценки достоверности результатов работы сети можно воспользоваться результатами регрессионного анализа, полученными при сравнении эталонных значений со значениями, полученными на выходе сети когда на вход поданы входные векторы тестового массива. Следующий набор команд иллюстрирует описанную процедуру:

>> mas1 - создание тестового массива P

>> y=sim(net,P); - обработка тестового массива

>> [m,b,r]=postreg(y(1,:),T(1,:)); - регрессионный анализ результатов обработки.

Сравнение компонентов С эталонных векторов с соответствующими компонентами выходных векторов сети. Видно, что все точки легли на прямую, что говорит о правильной работе сети на тестовом массиве.
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>> [m,b,r]=postreg(y(2,:),T(2,:));
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>> [m,b,r]=postreg(y(3,:),T(3,:));
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Как видно из рисунков, наша сеть отлично решает поставленную задачу для всех трех выходных параметров. Сохраним обученную сеть net на диске в файл nn1.mat

save nn1 net 

5. Моделирование сети. (Использование сети для решения поставленной задачи)

Для того, чтобы применить обученную сеть для обработки данных, необходимо воспользоваться функцией sim:

Y=sim(net,p);

где p – набор входных векторов, Y – результат анализа в виде набора выходных векторов. Например, пусть 

С=0.2, A=0.8, S=0.7, тогда

p=0.2*exp(-((x-0.8).^2/0.7));

Подставив этот входной вектор в качестве аргумента функции sim :

Y=sim(net,p)

Получим:

Y =

0.2048 (C)

0.8150 (A)

0.7048 (S)

>>

Что весьма близко к правильному результату (0.2; 0.8; 07).

6.  Контрольные вопросы 

6.1. Поясните проблемы однослойного персептрона Розенблатта, приведшие к появлению многослойных нейронных сетей?

6.2. Объясните идею обучения НС методом обратного распространения ошибки.

6.3. Что такое линейно разделимые множества?
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Приложение

Пример реализации многослойного персептрона с обучением по методу обратного распространения ошибки. Решается задача распознавания символов: A, M, H, N, K, L, C, T, P, B.

Листинг 1

// FILE neuro.h

#include <stdio.h>

#define OK    0         // состояния объектов
#define ERROR 1

#define ORIGINAL  0     // типы активационных функций
#define HYPERTAN  1

#define HARDLIMIT 2

#define THRESHOLD 3

#define INNER    0      // тип распределения памяти
#define EXTERN   1

#define HORIZONTAL 1

#define VERTICAL 0

#ifndef max

#define max(a,b)    (((a) > (b)) ? (a) : (b))

#define min(a,b)    (((a) < (b)) ? (a) : (b))

#endif

// базовый класс нейронов для большинства сетей

class Neuron

{

protected:

 float state;         // состояние
 float axon;          // выход
 int status;          // признак ошибки
public:

 Neuron(void){ state=0.; axon=0.; status=OK; };

 virtual float Sigmoid(void)=0;

 int GetStatus(void){return status;};

};

class SomeNet

{

protected:

 FILE *pf;

 int imgfile; // 0 - числа; 1 - 2D; 2 - эмуляция
 unsigned rang;

 int status;

 unsigned learncycle;

 int (*emuf)(int n, float _FAR *in, float _FAR *ou);

public:

 SomeNet(void)

 {pf=NULL;imgfile=0;rang=0;status=OK;learncycle=0;};

 unsigned GetRang(void){return rang;};

 void SetLearnCycle(unsigned l){learncycle=l;};

 int  OpenPatternFile(unsigned char *file);

 int  ClosePatternFile(void);

 void EmulatePatternFile(int (*p)(int n,

      float _FAR *, float _FAR *))

      {emuf=p;imgfile=2;};

 int  GetStatus(void){return status;};

};

class LayerBP;

class NetBP;

// нейрон для полносвязной сети прямого распространения

class NeuronFF: public Neuron

{

protected:

 unsigned rang;        // число весов
 float _FAR *synapses; // веса
 float _FAR * _FAR *inputs;

 // массив указателей на выходы нейронов предыд. слоя

 void _allocateNeuron(unsigned);

 void _deallocate(void);

public:

 NeuronFF(unsigned num_inputs);

 NeuronFF(void){rang=0; synapses=NULL;

 inputs=NULL; status=OK;};

 ~NeuronFF();

 virtual void Propagate(void);

 void SetInputs(float *massive);

 void InitNeuron(unsigned numsynapses);

 virtual void RandomizeAxon(void);

 virtual void Randomize(float);

 virtual float Sigmoid(void);

 virtual float D_Sigmoid(void);

 virtual void PrintSynapses(int,int);

 virtual void PrintAxons(int, int);

};

class NeuronBP: public NeuronFF

{                               friend LayerBP;

                                friend NetBP;

 float error;

 float _FAR *deltas;      // изменения весов
 void _allocateNeuron(unsigned);

 void _deallocate(void);

public:

 NeuronBP(unsigned num_inputs);

 NeuronBP(void){deltas=NULL; error=0.;};

 ~NeuronBP();

 void InitNeuron(unsigned numsynapses);

 int  IsConverged(void);

};

class LayerFF

{

protected:

 unsigned rang;

 int status;

 int x,y,dx,dy;

 unsigned char *name;   // имя слоя
public:

 LayerFF(void) { rang=0; name=NULL; status=OK; };

 unsigned GetRang(void){return rang;};

 void SetShowDim(int _x, int _y, int _dx, int _dy)

 {x=_x; y=_y; dx=_dx; dy=_dy;};

 void SetName(unsigned char *s) {name=s;};

 unsigned char *GetName(void)

 {if(name) return name; 

  else return (unsigned char *)&("NoName");};

 int GetStatus(void){return status;};

 int GetX(void){return x;};

 int GetY(void){return y;};

 int GetDX(void){return dx;};

 int GetDY(void){return dy;};

};

class LayerBP: public LayerFF

{                             friend NetBP;

protected:

 unsigned neuronrang; // число синапсов в нейронах
 int allocation;

 NeuronBP _FAR *neurons;

public:

 LayerBP(unsigned nRang, unsigned nSinapses);

 LayerBP(NeuronBP _FAR *Neu, unsigned nRang,


 unsigned nSinapses);

 LayerBP(void)

 {neurons=NULL; neuronrang=0; allocation=EXTERN;};

 ~LayerBP();

 void Propagate(void);

 void Randomize(float);

 void RandomizeAxons(void);

 void Normalize(void);

 void Update(void);

 int  IsConverged(void);

 virtual void Show(void);

 virtual void PrintSynapses(int,int);

 virtual void PrintAxons(int x, int y, int direction);

};

class NetBP: public SomeNet

{

 LayerBP _FAR * _FAR *layers;

 // нулевой слой нейронов без синапсов реализует входы

public:

 NetBP(void) { layers=NULL; };

 NetBP(unsigned nLayers);

 NetBP(unsigned n, unsigned n1, ...);

 ~NetBP();

 int SetLayer(unsigned n, LayerBP _FAR *pl);

 LayerBP *GetLayer(unsigned n)

  {if(n<rang) return layers[n]; else return NULL; }

 void Propagate(void);

 int FullConnect(void);

 void SetNetInputs(float _FAR *mvalue);

 void CalculateError(float _FAR * Target);

 void Learn(void);

 void Update(void);

 void Randomize(float);

 void Cycle(float _FAR *Inp, float _FAR *Out);

 int  SaveToFile(unsigned char *file);

 int  LoadFromFile(unsigned char *file);

 int  LoadNextPattern(float _FAR *IN, float _FAR *OU);

 int  IsConverged(void);

 void AddNoise(void);

 virtual void PrintSynapses(int x=0,...){};

 virtual float Change(float In);

};

// Сервисные функции
void out_char(int x,int y,int c,int at);

void out_str(int x,int y,unsigned char *s,unsigned col);

void ClearScreen(void);

// Глобальные параметры для обратного распространения

int SetSigmoidType(int st);

float SetSigmoidAlfa(float Al);

float SetMiuParm(float Mi);

float SetNiuParm(float Ni);

float SetLimit(float Li);

unsigned SetDSigma(unsigned d);

// Псевдографика
#define GRAFCHAR_UPPERLEFTCORNER 218

#define GRAFCHAR_UPPERRIGHTCORNER 191

#define GRAFCHAR_HORIZONTALLINE 196

#define GRAFCHAR_VERTICALLINE 179

#define GRAFCHAR_BOTTOMLEFTCORNER 192

#define GRAFCHAR_BOTTOMRIGHTCORNER 217

#define GRAFCHAR_EMPTYBLACK 32

#define GRAFCHAR_DARKGRAY 176

#define GRAFCHAR_MIDDLEGRAY 177

#define GRAFCHAR_LIGHTGRAY 178

#define GRAFCHAR_SOLIDWHITE 219

Листинг 2

//FILE neuro_ff.cpp FOR neuro1.prj & neuro2.prj

#include <stdlib.h>

#include <math.h>

#include "neuro.h"

static int SigmoidType=ORIGINAL;

static float SigmoidAlfa=2.; // > 4 == HARDLIMIT

int SetSigmoidType(int st)

{

int i;

 i=SigmoidType;

 SigmoidType=st;

 return i;

}

float SetSigmoidAlfa(float Al)

{

float a;

 a=SigmoidAlfa;

 SigmoidAlfa=Al;

 return a;

}

void NeuronFF::Randomize(float range)

{

 for(unsigned i=0;i<rang;i++)

  synapses[i]=range*((float)rand()/RAND_MAX-0.5);

}

void NeuronFF::RandomizeAxon(void)

{

 axon=(float)rand()/RAND_MAX-0.5;

}

float NeuronFF::D_Sigmoid(void)

{

 switch(SigmoidType)

 {

  case HYPERTAN: return (1.-axon*axon);

  case ORIGINAL: return SigmoidAlfa*(axon+0.5)*

                        (1.5-axon);

  default:       return 1.;

 }

}

float NeuronFF::Sigmoid(void)

{

 switch(SigmoidType)

 {

  case HYPERTAN: return 0.5*tanh(state);

  case ORIGINAL: return -0.5+1./

                 (1+exp(-SigmoidAlfa*state));

  case HARDLIMIT:if(state>0) return 0.5;



 else if(state<0) return -0.5;



 else return state;

  case THRESHOLD:if(state>0.5) return 0.5;



 else if(state<-0.5) return -0.5;

                 else return state;

  default:       return 0.;

 }

}

void NeuronFF::_allocateNeuron(unsigned num_inputs)

{

 synapses=NULL;inputs=NULL;status=OK;rang=0;

 if(num_inputs==0) return;

 synapses= new float[num_inputs];

 if(synapses==NULL) status=ERROR;

 else

 {

  inputs=new float _FAR * [num_inputs];

  if(inputs==NULL) status=ERROR;

  else

  {

   rang=num_inputs;

   for(unsigned i=0;i<rang;i++)

   { synapses[i]=0.; inputs[i]=NULL; }

  }

 }

}

NeuronFF::NeuronFF(unsigned num_inputs)

{

 _allocateNeuron(num_inputs);

}

void NeuronFF::_deallocate(void)

{

 if(rang && (status==OK))

 {delete [] synapses;delete [] inputs;

  synapses=NULL; inputs=NULL;}

}

NeuronFF::~NeuronFF()

{

 _deallocate();

}

void NeuronFF::Propagate(void)

{

 state=0.;

 for(unsigned i=0;i<rang;i++)

  state+=(*inputs[i]*2)*(synapses[i]*2);

 state/=2;

 axon=Sigmoid();

}

void NeuronFF::SetInputs(float *vm)

{

 for(unsigned i=0;i<rang;i++) inputs[i]=&vm[i];

}

void NeuronFF::InitNeuron(unsigned num_inputs)

{

 if(rang && (status==OK))

 {delete [] synapses;delete [] inputs;}

 _allocateNeuron(num_inputs);

}

void NeuronFF::PrintSynapses(int x=0, int y=0)

{

unsigned char buf[20];

 for(unsigned i=0;i<rang;i++)

 {

  sprintf(buf,"%+7.2f",synapses[i]);

  out_str(x+8*i,y,buf,11);

 }

}

void NeuronFF::PrintAxons(int x=0, int y=0)

{

unsigned char buf[20];

 sprintf(buf,"%+7.2f",axon);

 out_str(x,y,buf,11);

}

Листинг 3

// FILE neuro_bp.cpp FOR neuro1.prj & neuro2.prj

#include <stdlib.h>

#include <alloc.h>

#include <math.h>

#include <string.h>

#include <stdarg.h>

#include <values.h>

#include "neuro.h"

static float MiuParm=0.0;

static float NiuParm=0.1;

static float Limit=0.000001;

static unsigned dSigma=0;

float SetMiuParm(float Mi)

{

float a;

 a=MiuParm;

 MiuParm=Mi;

 return a;

}

float SetNiuParm(float Ni)

{

float a;

 a=NiuParm;

 NiuParm=Ni;

 return a;

}

float SetLimit(float Li)

{

float a;

 a=Limit;

 Limit=Li;

 return a;

}

unsigned SetDSigma(unsigned d)

{

unsigned u;

 u=dSigma;

 dSigma=d;

 return u;

}

void NeuronBP::_allocateNeuron(unsigned num_inputs)

{

 deltas=NULL;

 if(num_inputs==0) return;

 deltas=new float[num_inputs];

 if(deltas==NULL) status=ERROR;

 else for(unsigned i=0;i<rang;i++) deltas[i]=0.;

}

NeuronBP::NeuronBP(unsigned num_inputs)

         :NeuronFF(num_inputs)

{

 _allocateNeuron(num_inputs);

}

void NeuronBP::_deallocate(void)

{

 if(deltas && (status==OK))

 {delete [] deltas; deltas=NULL;}

}

NeuronBP::~NeuronBP()

{

 _deallocate();

}

void NeuronBP::InitNeuron(unsigned num_inputs)

{

 NeuronFF::InitNeuron(num_inputs);

 if(deltas && (status==OK)) delete [] deltas;

 _allocateNeuron(num_inputs);

}

int NeuronBP::IsConverged(void)

{

 for(unsigned i=0;i<rang;i++)

  if(fabs(deltas[i])>Limit) return 0;

 return 1;

}

//                                                      

LayerBP::LayerBP(unsigned nRang, unsigned nSynapses)

{

 allocation=EXTERN; status=ERROR; neuronrang=0;

 if(nRang==0) return;

 neurons=new NeuronBP[nRang];

 if(neurons==NULL) return;

 for(unsigned i=0;i<nRang;i++)

  neurons[i].InitNeuron(nSynapses);

 rang=nRang;

 neuronrang=nSynapses;

 allocation=INNER;

 name=NULL; status=OK;

}

LayerBP::LayerBP(NeuronBP _FAR *Neu, unsigned nRang,



 unsigned nSynapses)

{

 neurons=NULL; neuronrang=0; allocation=EXTERN;

 for(unsigned i=0;i<nRang;i++)

  if(Neu[i].rang!=nSynapses) status=ERROR;

 if(status==OK)

 {

  neurons=Neu;

  rang=nRang;

  neuronrang=nSynapses;

 }

}

LayerBP::~LayerBP(void)

{

 if(allocation==INNER)

 {

  for(unsigned i=0;i<rang;i++)

   neurons[i]._deallocate();

  delete [] neurons; neurons=NULL;

 }

}

void LayerBP::Propagate(void)

{

 for(unsigned i=0;i<rang;i++)

  neurons[i].Propagate();

}

void LayerBP::Update(void)

{

 for(unsigned i=0;i<rang;i++)

 {

  for(unsigned j=0;j<neuronrang;j++)

  neurons[i].synapses[j]-=neurons[i].deltas[j];

 }

}

void LayerBP::Randomize(float range)

{

 for(unsigned i=0;i<rang;i++)

  neurons[i].Randomize(range);

}

void LayerBP::RandomizeAxons(void)

{

 for(unsigned i=0;i<rang;i++)

  neurons[i].RandomizeAxon();

}

void LayerBP::Normalize(void)

{

float sum;

unsigned i;

 for(i=0;i<rang;i++)

  sum+=neurons[i].axon*neurons[i].axon;

 sum=sqrt(sum);

 for(i=0;i<rang;i++) neurons[i].axon/=sum;

}

void LayerBP::Show(void)

{

unsigned char sym[5]={ GRAFCHAR_EMPTYBLACK, GRAFCHAR_DARKGRAY, GRAFCHAR_MIDDLEGRAY, GRAFCHAR_LIGHTGRAY, GRAFCHAR_SOLIDWHITE };

int i,j;

 if(y && name) for(i=0;i<strlen(name);i++)

  out_char(x+i,y-1,name[i],3);

 out_char(x,y,GRAFCHAR_UPPERLEFTCORNER,15);

 for(i=0;i<2*dx;i++)

  out_char(x+1+i,y,GRAFCHAR_HORIZONTALLINE,15);

 out_char(x+1+i,y,GRAFCHAR_UPPERRIGHTCORNER,15);

 for(j=0;j<dy;j++)

 {

  out_char(x,y+1+j,GRAFCHAR_VERTICALLINE,15);

  for(i=0;i<2*dx;i++) out_char(x+1+i, y+1+j,

  sym[(int) ((neurons[j*dx+i/2].axon+0.4999)*5)], 15);

  out_char(x+1+i, y+1+j,GRAFCHAR_VERTICALLINE,15);

 }

 out_char(x,y+j+1,GRAFCHAR_BOTTOMLEFTCORNER,15);

 for(i=0;i<2*dx;i++)

  out_char(x+i+1,y+j+1,GRAFCHAR_HORIZONTALLINE,15);

 out_char(x+1+i,y+j+1, GRAFCHAR_BOTTOMRIGHTCORNER,15);

}

void LayerBP::PrintSynapses(int x, int y)

{

 for(unsigned i=0;i<rang;i++)

  neurons[i].PrintSynapses(x,y+i);

}

void LayerBP::PrintAxons(int x, int y)

{

 for(unsigned i=0;i<rang;i++)

  neurons[i].PrintAxons(x,y+i);

}

int LayerBP::IsConverged(void)

{

 for(unsigned i=0;i<rang;i++)

  if(neurons[i].IsConverged()==0) return 0;

 return 1;

}

//                                                    

NetBP::NetBP(unsigned nLayers)

{

 layers=NULL;

 if(nLayers==0) { status=ERROR; return; }

 layers=new LayerBP _FAR *[nLayers];

 if(layers==NULL) status=ERROR;

 else

 {

  rang=nLayers;

  for(unsigned i=0;i<rang;i++) layers[i]=NULL;

 }

}

NetBP::~NetBP()

{

 if(rang)

 {

  for(unsigned i=0;i<rang;i++) layers[i]->~LayerBP();

  delete [] layers; layers=NULL;

 }

}

int NetBP::SetLayer(unsigned n, LayerBP _FAR * pl)

{

unsigned i,p;

 if(n>=rang) return 1;

 p=pl->rang;

 if(p==0) return 2;

 if(n)     // если не первый слой

 {

  if(layers[n-1]!=NULL)

           // если предыдущий слой уже подключен, про-

  {        // веряем, равно ли число синапсов каждого

           // его нейрона числу нейронов предыд. слоя

   for(i=0;i<p;i++)

   if((*pl).neurons[i].rang!=layers[n-1]->rang)

    return 3;

  }

 }

 if(n<rang-1) // если не последний слой

 {

  if(layers[n+1])

  for(i=0;i<layers[n+1]->rang;i++)

  if(p!=layers[n+1]->neurons[i].rang) return 4;

 }

 layers[n]=pl;

 return 0;

}

void NetBP::Propagate(void)

{

 for(unsigned i=1;i<rang;i++)

  layers[i]->Propagate();

}

int NetBP::FullConnect(void)

{

LayerBP *l;

unsigned i,j,k,n;

 for(i=1;i<rang;i++)     // кроме входного слоя

 {                       // по всем слоям

  l=layers[i];

  if(l->rang==0) return 1;

  n=(*layers[i-1]).rang;

  if(n==0) return 2;

  for(j=0;j<l->rang;j++) // по нейронам слоя
  {

   for(k=0;k<n;k++)      // по синапсам нейрона

   {

    l->neurons[j].inputs[k]=

     &(layers[i-1]->neurons[k].axon);

   }

  }

 }

 return 0;

}

void NetBP::SetNetInputs(float _FAR *mv)

{

 for(unsigned i=0;i<layers[0]->rang;i++)

  layers[0]->neurons[i].axon=mv[i];

}

void NetBP::CalculateError(float _FAR * Target)

{

NeuronBP *n;

float sum;

unsigned i;

int j;

 for(i=0;i<layers[rang-1]->rang;i++)

 {

  n=&(layers[rang-1]->neurons[i]);

  n->error=(n->axon-Target[i])*n->D_Sigmoid();

 }

 for(j=rang-2;j>0;j--)         // по скрытым слоям

 {

  for(i=0;i<layers[j]->rang;i++)    // по нейронам
  {

   sum=0.;

   for(unsigned k=0;k<layers[j+1]->rang;k++)

   sum+=layers[j+1]->neurons[k].error

       *layers[j+1]->neurons[k].synapses[i];

   layers[j]->neurons[i].error=

   sum*layers[j]->neurons[i].D_Sigmoid();

  }

 }

}

void NetBP::Learn(void)

{

 for(int j=rang-1;j>0;j--)

 {

  for(unsigned i=0;i<layers[j]->rang;i++)

  {                                 // по нейронам
   for(unsigned k=0;k<layers[j]->neuronrang;k++)

                                    // по синапсам
   layers[j]->neurons[i].deltas[k]=NiuParm*

   (MiuParm*layers[j]->neurons[i].deltas[k]+

    (1.-MiuParm)*layers[j]->neurons[i].error

    *layers[j-1]->neurons[k].axon);

  }

 }

}

void NetBP::Update(void)

{

 for(unsigned i=0;i<rang;i++) layers[i]->Update();

}

void NetBP::Randomize(float range)

{

 for(unsigned i=0;i<rang;i++)

  layers[i]->Randomize(range);

}

void NetBP::Cycle(float _FAR *Inp, float _FAR *Out)

{

 SetNetInputs(Inp);

 if(dSigma) AddNoise();

 Propagate();

 CalculateError(Out);

 Learn();

 Update();

}

int NetBP::SaveToFile(unsigned char *file)

{

FILE *fp;

 fp=fopen(file,"wt");

 if(fp==NULL) return 1;

 fprintf(fp,"%u",rang);

 for(unsigned i=0;i<rang;i++)

 {

  fprintf(fp,"\n+%u",layers[i]->rang);

  fprintf(fp,"\n¦%u",layers[i]->neuronrang);

  for(unsigned j=0;j<layers[i]->rang;j++)

  {

   fprintf(fp,"\n¦+%f",layers[i]->neurons[j].state);

   fprintf(fp,"\n¦¦%f",layers[i]->neurons[j].axon);

   fprintf(fp,"\n¦¦%f",layers[i]->neurons[j].error);

   for(unsigned k=0;k<layers[i]->neuronrang;k++)

   {

    fprintf(fp,"\n¦¦%f",

               layers[i]->neurons[j].synapses[k]);

   }

   fprintf(fp,"\n¦+");

  }

  fprintf(fp,"\n+");

 }

 fclose(fp);

 return 0;

}

int NetBP::LoadFromFile(unsigned char *file)

{

FILE *fp;

unsigned i,r,nr;

unsigned char bf[12];

 if(layers) return 1;  // возможно использование только

  // экземпляров класса, сконструированных по умолчанию

  // с помощью NetBP(void).

 fp=fopen(file,"rt");

 if(fp==NULL) return 1;

 fscanf(fp,"%u\n",&r);

 if(r==0) goto allerr;

 layers=new LayerBP _FAR *[r];

 if(layers==NULL)

 { allerr: status=ERROR; fclose(fp); return 2; }

 else

 {

  rang=r;

  for(i=0;i<rang;i++) layers[i]=NULL;

 }

 for(i=0;i<rang;i++)

 {

  fgets(bf,10,fp);

  r=atoi(bf+1);

  fgets(bf,10,fp);

  nr=atoi(bf+1);

  layers[i] = new LayerBP(r,nr);

  for(unsigned j=0;j<layers[i]->rang;j++)

  {

   fscanf(fp,"¦+%f\n",&(layers[i]->neurons[j].state));

   fscanf(fp,"¦¦%f\n",&(layers[i]->neurons[j].axon));

   fscanf(fp,"¦¦%f\n",&(layers[i]->neurons[j].error));

   for(unsigned k=0;k<layers[i]->neuronrang;k++)

   {

    fscanf(fp,"¦¦%f\n",

              &(layers[i]->neurons[j].synapses[k]));

   }

   fgets(bf,10,fp);

  }

  fgets(bf,10,fp);

 }

 fclose(fp);

 return 0;

}

NetBP::NetBP(unsigned n, unsigned n1, ...)

{

unsigned i, num, prenum;

va_list varlist;

 status=OK; rang=0; pf=NULL; learncycle=0; layers=NULL;

 layers=new LayerBP _FAR *[n];

 if(layers==NULL) { allerr: status=ERROR; }

 else

 {

  rang=n;

  for(i=0;i<rang;i++) layers[i]=NULL;

  num=n1;

  layers[0] = new LayerBP(num,0);

  va_start(varlist,n1);

  for(i=1;i<rang;i++)

  {

   prenum=num;

   num=va_arg(varlist,unsigned);

   layers[i] = new LayerBP(num,prenum);

  }

  va_end(varlist);

 }

}

int NetBP::LoadNextPattern(float _FAR *IN,

                           float _FAR *OU)

{

unsigned char buf[256];

unsigned char *s, *ps;

int i;

 if(pf==NULL) return 1;

 if(imgfile)

 {

  restart:

  for(i=0;i<layers[0]->dy;i++)

  {

   if(fgets(buf,256,pf)==NULL)

   {

    if(learncycle)

    {

     rewind(pf);

     learncycle--;

     goto restart;

    }

    else return 2;

   }

   for(int j=0;j<layers[0]->dx;j++)

   {

    if(buf[j]=='x') IN[i*layers[0]->dx+j]=0.5;

    else if(buf[j]=='.') IN[i*layers[0]->dx+j]=-0.5;

   }

  }

  if(fgets(buf,256,pf)==NULL) return 3;

  for(i=0;i<layers[rang-1]->rang;i++)

  {

   if(buf[i]!='.') OU[i]=0.5;

   else            OU[i]=-0.5;

  }

  return 0;

 }

 // "scanf often leads to unexpected results

 // if you diverge from an expected pattern." (!)

 //                    Borland C On-line Help

 start:

 if(fgets(buf,250,pf)==NULL)

 {

  if(learncycle)

  {

   rewind(pf);

   learncycle--;

   goto start;

  }

  else return 2;

 }

 s=buf;

 for(;*s==' ';s++);

 for(i=0;i<layers[0]->rang;i++)

 {

  ps=strchr(s,' ');

  if(ps) *ps=0;

  IN[i]=atof(s);

  s=ps+1; for(;*s==' ';s++);

 }

 if(fgets(buf,250,pf)==NULL) return 4;

 s=buf;

 for(;*s==' ';s++);

 for(i=0;i<layers[rang-1]->rang;i++)

 {

  ps=strchr(s,' ');

  if(ps) *ps=0;

  OU[i]=atof(s);

  s=ps+1; for(;*s==' ';s++);

 }

 return 0;

}

int NetBP::IsConverged(void)

{

 for(unsigned i=1;i<rang;i++)

  if(layers[i]->IsConverged()==0) return 0;

 return 1;

}

float NetBP::Change(float In)

{

// для бинарного случая

 if(In==0.5) return -0.5;

 else        return  0.5;

}

void NetBP::AddNoise(void)

{

unsigned i,k;

 for(i=0;i<dSigma;i++)

 {

  k=random(layers[0]->rang);

  layers[0]->neurons[k].axon=

  Change(layers[0]->neurons[k].axon);

 }

}
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// FILE subfun.cpp FOR neuro1.prj & neuro2.prj

#include <string.h>

#include <math.h>

#include <values.h>

#include "neuro.h"

#define vad(x,y) ((y)*160+(x)*2)

void out_char(int x,int y,int c,int at)

{

unsigned far *p;

 p=(unsigned far *)(0xB8000000L+

   (unsigned long)vad(x,y));

 *p=(c & 255) | (at<<8);

}

void out_str(int x,int y,unsigned char *s,unsigned col)

{

 for(int i=0;i<strlen(s);i++) out_char(x+i,y,s[i],col);

}

void ClearScreen(void)

{

 for(int i=0;i<80;i++) for(int j=0;j<25;j++)

  out_char(i,j,' ',7);

}

int matherr(struct exception *pe)

{

 if(strcmp(pe->name,"exp")==0)

 {

  if(pe->type==OVERFLOW) pe->retval=MAXDOUBLE;

  if(pe->type==UNDERFLOW) pe->retval=MINDOUBLE;

  return 10;

 }

 else

 {

  if(pe->type==UNDERFLOW || pe->type==TLOSS) return 1;

  else return 0;

 }

}

int SomeNet::OpenPatternFile(unsigned char *file)

{

 pf=fopen(file,"rt");

 if(strstr(file,".img")) imgfile=1;

 else imgfile=0;

 return !((int)pf);

}

int SomeNet::ClosePatternFile(void)

{

int i;

 if(pf)

 {

  i=fclose(pf);

  pf=NULL;

  return i;

 }

 return 0;

}
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// FILE neuman1.cpp FOR neuro1.prj

#include <string.h>

#include <conio.h>

#include "neuro.h"

#define N0 30

#define N1 10

#define N2 10

void main()

{

float Inp[N0], Out[N2];

unsigned count;

unsigned char buf[256];

int i;

 NetBP N(3,N0,N1,N2);

 /* первый способ конструирования сети */

 /*** второй способ конструирования сети

 NeuronBP _FAR *H0, _FAR *H1, _FAR *H2;

 H0= new NeuronBP [N0];

 H1= new NeuronBP [N1];

 H2= new NeuronBP [N2];

 for(i=0;i<N1;i++) H1[i].InitNeuron(N0);

 for(i=0;i<N2;i++) H2[i].InitNeuron(N1);

 LayerBP L0(H0,N0,0);

 LayerBP L1(H1,N1,N0);

 LayerBP L2(H2,N2,N1);

 NetBP N(3);

 i=N.SetLayer(0,&L0);

 i=N.SetLayer(1,&L1);

 i=N.SetLayer(2,&L2); // здесь можно проверить i

 ***/

 /* третий способ создания сети см. в листинге 6 */

 ClearScreen();

 N.FullConnect();

 N.GetLayer(0)->SetName("Input");

 N.GetLayer(0)->SetShowDim(1,1,5,6);

 N.GetLayer(1)->SetName("Hidden");

 N.GetLayer(1)->SetShowDim(15,1,2,5);

 N.GetLayer(2)->SetName("Out");

 N.GetLayer(2)->SetShowDim(23,1,10,1);

// srand(1); 

// меняем особенность случайной структуры сети

 SetSigmoidType(HYPERTAN);

 SetNiuParm(0.1);

 SetLimit(0.001);

 SetDSigma(1);

 N.Randomize(1);

 N.SetLearnCycle(64000U);

 N.OpenPatternFile("char1.img");

 for(count=0;;count++)

 {

  sprintf(buf,"Cycle %u",count);

  out_str(1,23,buf,10 | (1<<4));

  out_str(1,24,"ESC breaks     ",11 | (1<<4));

  if(kbhit() || i==13) i=getch();

  if(i==27) break;

  if(i=='s' || i=='S') goto save;

  if(N.LoadNextPattern(Inp,Out)) break;

  N.Cycle(Inp,Out);

//  N.Propagate(); // "сквозной канал"

  N.GetLayer(0)->Show();

  N.GetLayer(1)->Show();

  N.GetLayer(2)->Show();

  N.GetLayer(2)->PrintAxons(47,0);

  if(count && N.IsConverged())

  {

   save:

   out_str(40,24,"FileConf:",15 | (1<<4));

   gotoxy(50,25);

   gets(buf);

   if(strlen(buf)) N.SaveToFile(buf);

   break;

  }

 }

 N.ClosePatternFile();

}
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// FILE neuman2.cpp FOR neuro2.prj

#include <string.h>

#include <conio.h>

#include "neuro.h"

#define N0 30

#define N1 10

#define N2 10

main(int argc, char *argv[])

{

NetBP N;

static float Inp[N0], Out[N2];

 if(argc!=2) return 1;

 ClearScreen();

 if(N.LoadFromFile(argv[1])) return 1;

 if(N.FullConnect()) return 1;

 N.GetLayer(0)->SetName("Input");

 N.GetLayer(0)->SetShowDim(1,1,5,6);

 N.GetLayer(1)->SetName("Hidden");

 N.GetLayer(1)->SetShowDim(15,1,2,5);

 N.GetLayer(2)->SetName("Out");

 N.GetLayer(2)->SetShowDim(23,1,10,1);

 SetSigmoidType(HYPERTAN);

 if(N.OpenPatternFile("charnois.img")) return 1;

 for(;;)

 {

  if(N.LoadNextPattern(Inp,Out)) break;

  // если все образы кончились, выходим

  N.SetNetInputs(Inp);

  N.Propagate();

  N.GetLayer(0)->Show();

  N.GetLayer(1)->Show();

  N.GetLayer(2)->Show();

  N.GetLayer(2)->PrintAxons(47,0);

  getch();

 }

 N.ClosePatternFile();

 return 0;

}
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Файл char1.pat (перенос длинных строк по '\'

сделан при верстке)

-0.5 -0.5  0.5 -0.5 -0.5 -0.5  0.5 -0.5  0.5 -0.5 -0.5 \

 0.5 -0.5  0.5 -0.5  0.5 -0.5 -0.5 -0.5  0.5  0.5  0.5 \

 0.5  0.5  0.5  0.5 -0.5 -0.5 -0.5  0.5

 0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5

 0.5 -0.5 -0.5 -0.5  0.5  0.5  0.5 -0.5  0.5  0.5  0.5 \

 0.5 -0.5  0.5  0.5  0.5 -0.5  0.5 -0.5  0.5  0.5 -0.5 \

 0.5 -0.5  0.5  0.5 -0.5 -0.5 -0.5  0.5

-0.5  0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5

 0.5 -0.5 -0.5 -0.5  0.5  0.5 -0.5 -0.5 -0.5  0.5  0.5 \

 0.5  0.5  0.5  0.5  0.5 -0.5 -0.5 -0.5  0.5  0.5 -0.5 \

-0.5 -0.5  0.5  0.5 -0.5 -0.5 -0.5  0.5

-0.5 -0.5  0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5

 0.5 -0.5 -0.5 -0.5  0.5  0.5 -0.5 -0.5  0.5  0.5  0.5 \

-0.5  0.5 -0.5  0.5  0.5 -0.5  0.5 -0.5  0.5  0.5  0.5 \

-0.5 -0.5  0.5  0.5 -0.5 -0.5 -0.5  0.5

-0.5 -0.5 -0.5  0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5

 0.5 -0.5 -0.5  0.5  0.5  0.5 -0.5  0.5 -0.5 -0.5  0.5 \

 0.5 -0.5 -0.5 -0.5  0.5 -0.5  0.5 -0.5 -0.5  0.5 -0.5 \

-0.5  0.5 -0.5  0.5 -0.5 -0.5 -0.5  0.5

-0.5 -0.5 -0.5 -0.5  0.5 -0.5 -0.5 -0.5 -0.5 -0.5

-0.5 -0.5 -0.5  0.5 -0.5 -0.5 -0.5  0.5 -0.5  0.5 -0.5 \

 0.5 -0.5 -0.5  0.5  0.5 -0.5 -0.5 -0.5  0.5  0.5 -0.5 \

-0.5 -0.5  0.5  0.5 -0.5 -0.5 -0.5  0.5

-0.5 -0.5 -0.5 -0.5 -0.5  0.5 -0.5 -0.5 -0.5 -0.5

-0.5  0.5  0.5  0.5 -0.5  0.5 -0.5 -0.5 -0.5  0.5  0.5 \

-0.5 -0.5 -0.5 -0.5  0.5 -0.5 -0.5 -0.5 -0.5  0.5 -0.5 \

-0.5 -0.5  0.5 -0.5  0.5  0.5  0.5 -0.5

-0.5 -0.5 -0.5 -0.5 -0.5 -0.5  0.5 -0.5 -0.5 -0.5

 0.5  0.5  0.5  0.5  0.5 -0.5 -0.5  0.5 -0.5 -0.5 -0.5 \

-0.5  0.5 -0.5 -0.5 -0.5 -0.5  0.5 -0.5 -0.5 -0.5 -0.5 \

 0.5 -0.5 -0.5 -0.5 -0.5  0.5 -0.5 -0.5

-0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5  0.5 -0.5 -0.5

 0.5  0.5  0.5  0.5  0.5  0.5 -0.5 -0.5 -0.5  0.5  0.5 \

-0.5 -0.5 -0.5  0.5  0.5 -0.5 -0.5 -0.5  0.5  0.5 -0.5 \

-0.5 -0.5  0.5  0.5 -0.5 -0.5 -0.5  0.5

-0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5  0.5 -0.5

 0.5  0.5  0.5  0.5 -0.5  0.5 -0.5 -0.5 -0.5  0.5  0.5 \

 0.5  0.5  0.5 -0.5  0.5 -0.5 -0.5 -0.5  0.5  0.5 -0.5 \

-0.5 -0.5  0.5  0.5  0.5  0.5  0.5 -0.5

-0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5 -0.5  0.5
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Файл char1.img
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Лабораторная работа № 6

ИССЛЕДОВАНИЕ РЕКУРРЕНТНЫХ НЕЙРОННЫХ СЕТЕЙ

1. Цель и задачи исследований 

Целью работы является изучение моделей рекуррентных сетей Хопфилда и Хемминга, их реализация и исследование.
2. Основы теории 

Среди различных конфигураций искуственных нейронных сетей (НС) встречаются такие, при классификации которых по принципу обучения, строго говоря, не подходят ни обучение с учителем, ни обучение без учителя. В таких сетях весовые коэффициенты синапсов рассчитываются только однажды перед началом функционирования сети на основе информации об обрабатываемых данных, и все обучение сети сводится именно к этому расчету. С одной стороны, предъявление априорной информации можно расценивать, как помощь учителя, но с другой – сеть фактически просто запоминает образцы до того, как на ее вход поступают реальные данные, и не может изменять свое поведение, поэтому говорить о звене обратной связи с "миром" (учителем) не приходится. Из сетей с подобной логикой работы наиболее известны сеть Хопфилда и сеть Хэмминга, которые обычно используются для организации ассоциативной памяти. В данной лабораторной работе предлагается изучить именно эти сети. 

Структурная схема сети Хопфилда приведена на рис.6.1. Она состоит из единственного слоя нейронов, число которых является одновременно числом входов и выходов сети. Каждый нейрон связан синапсами со всеми остальными нейронами, а также имеет один входной синапс, через который осуществляется ввод сигнала. Выходные сигналы, как обычно, образуются на аксонах.

Задача, решаемая данной сетью в качестве ассоциативной памяти, как правило, формулируется следующим образом. Известен некоторый набор двоичных сигналов (изображений, звуковых оцифровок, прочих данных, описывающих некие объекты или характеристики процессов), которые считаются образцовыми. Сеть должна уметь из произвольного неидеального сигнала, поданного на ее вход, выделить ("вспомнить" по частичной информации) соответствующий образец (если такой есть) или "дать заключение" о том, что входные данные не соответствуют ни одному из образцов.
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Рис.6.1 Структурная схема сети Хопфилда
В общем случае, любой сигнал может быть описан вектором X = {xi: i=0...n-1}, n – число нейронов в сети и размерность входных и выходных векторов. Каждый элемент xi равен либо +1, либо -1. Обозначим вектор, описывающий k-й образец, через Xk, а его компоненты, соответственно, – xik, k=0...m-1, m – число образцов. Когда сеть распознает (или "вспомнит") какой-либо образец на основе предъявленных ей данных, ее выходы будут содержать именно его, то есть Y = Xk, где Y – вектор выходных значений сети: Y = {yi: i=0,...n-1}. В противном случае, выходной вектор не совпадет ни с одним образцовым.

Если, например, сигналы представляют собой некие изображения, то, отобразив в графическом виде данные с выхода сети, можно будет увидеть картинку, полностью совпадающую с одной из образцовых (в случае успеха) или же "вольную импровизацию" сети (в случае неудачи).

На стадии инициализации сети весовые коэффициенты синапсов устанавливаются следующим образом :


[image: image407]
(1)

Здесь i и j – индексы, соответственно, предсинаптического и постсинаптического нейронов; xik, xjk – i-ый и j-ый элементы вектора k-го образца.

Алгоритм функционирования сети следующий (p – номер итерации):

1. На входы сети подается неизвестный сигнал. Фактически его ввод осуществляется непосредственной установкой значений аксонов:

yi(0) = xi , i = 0...n-1, 
(2)

поэтому обозначение на схеме сети входных синапсов в явном виде носит чисто условный характер. Ноль в скобке справа от yi означает нулевую итерацию в цикле работы сети.

2. Рассчитывается новое состояние нейронов


[image: image408], j=0...n-1
(3)

и новые значения аксонов
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Рис.6.2 Активационные функции

где f – активационная функция в виде скачка, приведенная на рис.2а.

3. Проверка, изменились ли выходные значения аксонов за последнюю итерацию. Если да – переход к пункту 2, иначе (если выходы застабилизировались) – конец. При этом выходной вектор представляет собой образец, наилучшим образом сочетающийся с входными данными.

Как говорилось выше, иногда сеть не может провести распознавание и выдает на выходе несуществующий образ. Это связано с проблемой ограниченности возможностей сети. Для сети Хопфилда число запоминаемых образов m не должно превышать величины, примерно равной 0.15(n. Кроме того, если два образа А и Б сильно похожи, они, возможно, будут вызывать у сети перекрестные ассоциации, то есть предъявление на входы сети вектора А приведет к появлению на ее выходах вектора Б и наоборот.

Модифицированный вариант метода проекций - так называемый метод 
[image: image411.wmf]D

 - это градиентная форма алгоритма минимизации определенной особым образом целевой функции. В соответствии с этим способом веса подбираются рекуррентно с помощью циклической процедуры, многократно повторяемой на всем множестве обучающих выборок
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Коэффициент 
[image: image413.wmf]h

 - это константа обучения, выбираемая обычно из интервала [0,7 - 0,9]. Его смысл тот же, что и в случае многослойных сетей. В отличие от обычного метода проекций метод 
[image: image414.wmf]D

-проекций предполагает многократное предъявление всех р обучающих выборок вплоть до стабилизации, значений весов. Процесс обучения завершается, когда изменения вектора весов становятся меньше априорно принятого значения толерантности е. Следует подчеркнуть, что применение метода 
[image: image415.wmf]D

-проекций увеличивает максимальную емкость сети Хопфилда, которая в этом случае становится равной N-1.
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Рис.6.3 Структурная схема сети Хэмминга

Когда нет необходимости, чтобы сеть в явном виде выдавала образец, то есть достаточно, скажем, получать номер образца, ассоциативную память успешно реализует сеть Хэмминга. Данная сеть характеризуется, по сравнению с сетью Хопфилда, меньшими затратами на память и объемом вычислений, что становится очевидным из ее структуры (рис. 3).

Сеть состоит из двух слоев. Первый и второй слои имеют по m нейронов, где m – число образцов. Нейроны первого слоя имеют по n синапсов, соединенных со входами сети (образующими фиктивный нулевой слой). Нейроны второго слоя связаны между собой ингибиторными (отрицательными обратными) синаптическими связями. Единственный синапс с положительной обратной связью для каждого нейрона соединен с его же аксоном.

Идея работы сети состоит в нахождении расстояния Хэмминга от тестируемого образа до всех образцов. Расстоянием Хэмминга называется число отличающихся битов в двух бинарных векторах. Сеть должна выбрать образец с минимальным расстоянием Хэмминга до неизвестного входного сигнала, в результате чего будет активизирован только один выход сети, соответствующий этому образцу.

На стадии инициализации весовым коэффициентам первого слоя и порогу активационной функции присваиваются следующие значения:


[image: image417], i=0...n-1, k=0...m-1
(5)

Tk = n / 2, k = 0...m-1 
(6)

Здесь xik – i-ый элемент k-ого образца.

Весовые коэффициенты тормозящих синапсов во втором слое берут равными некоторой величине 0 < ( < 1/m. Синапс нейрона, связанный с его же аксоном имеет вес +1.

Алгоритм функционирования сети Хэмминга следующий:

1. На входы сети подается неизвестный вектор X = {xi:i=0...n-1}, исходя из которого рассчитываются состояния нейронов первого слоя (верхний индекс в скобках указывает номер слоя):


[image: image418], j=0...m-1
(7)

После этого полученными значениями инициализируются значения аксонов второго слоя:

yj(2) = yj(1), j = 0...m-1 
(8)

2. Вычислить новые состояния нейронов второго слоя:


[image: image419]
(9)

и значения их аксонов:


[image: image420]
(10)

Активационная функция f имеет вид порога (рис. 2б), причем величина F должна быть достаточно большой, чтобы любые возможные значения аргумента не приводили к насыщению.

3. Проверить, изменились ли выходы нейронов второго слоя за последнюю итерацию. Если да – перейди к шагу 2. Иначе – конец.

Из оценки алгоритма видно, что роль первого слоя весьма условна: воспользовавшись один раз на шаге 1 значениями его весовых коэффициентов, сеть больше не обращается к нему, поэтому первый слой может быть вообще исключен из сети (заменен на матрицу весовых коэффициентов), что и было сделано в ее конкретной реализации, описанной ниже.

В качестве примера, реализующего изложенные алгоритмы обучения сетей Хопвилда и Хемминга, в листингах 1 и 2 приводятся тексты программных моделей.

Программная модель сети Хэмминга строится на основе набора специальных классов NeuronHN, LayerHN и NetHN – производных от классов, рассмотренных в предыдущих статьях цикла. Описания классов приведены в листинге 1. Релизации всех функций находятся в файле NEURO_HN (листинг 2). Классы NeuronHN и LayerHN наследуют большинство методов от базовых классов.

В классе NetHN определены следующие элементы:

Nin и Nout – соответственно размерность входного вектора с данными и число образцов;

dx и dy – размеры входного образа по двум координатам (для случая трехмерных образов необходимо добавить переменную dz), dx*dy должно быть равно Nin, эти переменные используются функцией загрузки данных из файла LoadNextPattern;

DX и DY – размеры выходного слоя (влияют только на отображение выходого слоя с помощью функции Show); обе пары размеров устанавливаются функцией SetDxDy;

Class – массив с данными об образцах, заполняется функцией SetClasses, эта функция выполняет общую инициализацию сети, сводящуюся к запоминанию образцовых данных.

Метод Initialize проводит дополнительную инициализацию на уровне тестируемых данных (шаг 1 алгоритма). Метод Cycle реализует шаг 2, а метод IsConverged проверят, застабилизировались ли состояния нейронов (шаг 3).

Из глобальных функций – SetSigmoidAlfaHN позволяет установить параметр F активационной функции, а SetLimitHN задает коэффициент, лежащий в пределах от нуля до единицы и определяющий долю величины 1/m, образующую (.

На листинге 3 приведена тестовая программа для проверки сети. Здесь конструируется сеть со вторым слоем из пяти нейронов, выполняющая распознавание пяти входных образов, которые представляют собой схематичные изображения букв размером 5 на 6 точек (см.рис.4а). Обучение сети фактически сводится к загрузке и запоминанию идеальных изображений, записанных в файле "charh.img", приведенном на листинге 4. Затем на ее вход поочередно подаются зашумленные на 8/30 образы (см.рис.6.4б) из файла "charhh.img" с листинга 5, которые она успешно различает.
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Рис.6.4 Образцовые и тестовые образы

[image: image422.png]obpaTHaA cBA3b

Xn >

Bxon Bbixona

1 cnomn 2 cnon




Рис.6.5 Структурная схема ДАП

В проект кроме файлов NEURO_HN и NEUROHAM входят также SUBFUN и NEURO_FF. Программа тестировалась в среде Borland C++ 3.1.

Предложенные классы позволяют моделировать и более крупные сети Хэмминга. Увеличение числа и сложности распознаваемых образов ограничивается фактически только объемом ОЗУ. Следует отметить, что обучение сети Хэмминга представляет самый простой алгоритм из всех рассмотренных до настоящего времени алгоритмов.

Обсуждение сетей, реализующих ассоциативную память, было бы неполным без хотя бы краткого упоминания о двунаправленной ассоциативной памяти (ДАП). Она является логичным развитием парадигмы сети Хопфилда, к которой для этого достаточно добавить второй слой. Структура ДАП представлена на рис.5. Сеть способна запоминать пары ассоциированных друг с другом образов. Пусть пары образов записываются в виде векторов Xk = {xik:i=0...n-1} и Yk = {yjk: j=0...m-1}, k=0...r-1, где r – число пар. Подача на вход первого слоя некоторого вектора P = {pi:i=0...n-1} вызывает образование на входе второго слоя некоего другого вектора Q = {qj:j=0...m‑1}, который затем снова поступает на вход первого слоя. При каждом таком цикле вектора на выходах обоих слоев приближаются к паре образцовых векторов, первый из которых – X – наиболее походит на P, который был подан на вход сети в самом начале, а второй – Y – ассоциирован с ним. Ассоциации между векторами кодируются в весовой матрице W(1) первого слоя. Весовая матрица второго слоя W(2) равна транспонированной первой (W(1))T. Процесс обучения, также как и в случае сети Хопфилда, заключается в предварительном расчете элементов матрицы W (и соответственно WT) по формуле:
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Эта формула является развернутой записью матричного уравнения
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для частного случая, когда образы записаны в виде векторов, при этом произведение двух матриц размером соответственно [n*1] и [1*m] приводит к (11).

В заключении можно сделать следующее обобщение. Сети Хопфилда, Хэмминга и ДАП позволяют просто и эффективно разрешить задачу воссоздания образов по неполной и искаженной информации. Невысокая емкость сетей (число запоминаемых образов) объясняется тем, что, сети не просто запоминают образы, а позволяют проводить их обощение, например, с помощью сети Хэмминга возможна классификация по критерию максимального правдоподобия. Вместе с тем, легкость построения программных и аппаратных моделей делают эти сети привлекательными для многих применений.

3. Объекты и средства исследования

Объектами исследований в данной лабораторной работе являются сети Хопфилда и Хемминга. В качестве средства исследования используется программная реализация этих сетей, разработанная пользователем на выбранном языке программирования.

4. Подготовка  к  работе 

4.1. Изучить теоретические положения о сетях Хопфилда и Хемминга.

4.2. Выбрать язык и систему программирования (рекомендуется язык Паскаль и система Linux-Lozarus).

5.  Программа  работы 

5.1. Создание программной реализации и обучение одного из вариантов нейросети (Хопфилда или Хемминга).
5.2. Изучение свойств выбранной сети при воспроизведении  зашумленных чисел от 0 до 9. или приведенных в теоретическом разделе букв.

На рис. 6 и 7 приведены образцы цифр, используемых для обучения. Это 10 цифр, представленных в пиксельной форме размерностью 7x7. Поэтому количество нейронов сети Хопфилда составляет 49, а количество обучающих выборок - 10. Обучение можно провести двумя методами:  по Хеббу  и методом D-проекций.
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Рис. 6.6. Образы цифр, используемые для обучения сети Хопфилда
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Рис. 7. Зашумленные образы цифр, используемые для тестирования сети Хопфилда
5.3. Сравнить эффективность функционирования сетей при различных методах обучения и различной зашумленности образцов. Сделать выводы.

6 Контрольные вопросы 

Какую сеть называют реккурентной?
Из каких слоев состоит структура сети Хопфилда и Хемминга?
Какова функция сетей Хопфилда и Хемминга?
Каковы отличия между сетями Хопфилда и Хемминга?
Какой алгоритм обучения используется для сетей Хопфилда и Хемминга?
Каким образом можно улучшить информационную емкость сети Хопфилда?
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Лабораторная работа № 7

ИССЛЕДОВАНИЕ САМООРГАНИЗУЮЩИХСЯ НЕЙРОСЕТЕЙ 

И АЛГОРИТМА ОБУЧЕНИЯ БЕЗ УЧИТЕЛЯ
1. Цель и задачи исследований 

Цель работы: изучить алгоритм обучения без учителя на примере задачи кластеризации.  Исследовать алгоритм «победителя» Кохонена.
2. Основы теории 

Главная черта, делающая обучение без учителя привлекательным, – это его "самостоятельность". Процесс обучения, как и в случае обучения с учителем, заключается в подстраивании весов синапсов. Некоторые алгоритмы, правда, изменяют и структуру сети, то есть количество нейронов и их взаимосвязи, но такие преобразования правильнее назвать более широким термином – самоорганизацией, и в рамках данной работы они рассматриваться не будут. Очевидно, что подстройка синапсов может проводиться только на основании информации, доступной в нейроне, то есть его состояния и уже имеющихся весовых коэффициентов. Исходя из этого соображения и, что более важно, по аналогии с известными принципами самоорганизации нервных клеток, построены алгоритмы обучения Хебба.

Сигнальный метод обучения Хебба заключается в изменении весов по следующему правилу:


[image: image427]
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где yi(n-1) – выходное значение нейрона i слоя (n-1), yj(n) – выходное значение нейрона j слоя n; wij(t) и wij(t-1) – весовой коэффициент синапса, соединяющего эти нейроны, на итерациях t и t‑1 соответственно; ( – коэффициент скорости обучения. Здесь и далее, для общности, под n подразумевается произвольный слой сети. При обучении по данному методу усиливаются связи между возбужденными нейронами.

Существует также и дифференциальный метод обучения Хебба.


[image: image428]
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Здесь yi(n-1)(t) и yi(n-1)(t-1) – выходное значение нейрона i слоя n-1 соответственно на итерациях t и t-1; yj(n)(t) и yj(n)(t-1) – то же самое для нейрона j слоя n. Как видно из формулы (2), сильнее всего обучаются синапсы, соединяющие те нейроны, выходы которых наиболее динамично изменились в сторону увеличения.

Полный алгоритм обучения с применением вышеприведенных формул будет выглядеть так:

1. На стадии инициализации всем весовым коэффициентам присваиваются небольшие случайные значения.

2. На входы сети подается входной образ, и сигналы возбуждения распространяются по всем слоям согласно принципам классических прямопоточных (feedforward) сетей, то есть для каждого нейрона рассчитывается взвешенная сумма его входов, к которой затем применяется активационная (передаточная) функция нейрона, в результате чего получается его выходное значение yi(n), i=0...Mi-1, где Mi – число нейронов в слое i; n=0...N-1, а N – число слоев в сети.

3. На основании полученных выходных значений нейронов по формуле (1) или (2) производится изменение весовых коэффициентов.

4. Цикл с шага 2, пока выходные значения сети не застабилизируются с заданной точностью. Применение этого нового способа определения завершения обучения, отличного от использовавшегося для сети обратного распространения, обусловлено тем, что подстраиваемые значения синапсов фактически не ограничены.

На втором шаге цикла попеременно предъявляются все образы из входного набора.

Следует отметить, что вид откликов на каждый класс входных образов не известен заранее и будет представлять собой произвольное сочетание состояний нейронов выходного слоя, обусловленное случайным распределением весов на стадии инициализации. Вместе с тем, сеть способна обобщать схожие образы, относя их к одному классу. Тестирование обученной сети позволяет определить топологию классов в выходном слое. Для приведения откликов обученной сети к удобному представлению можно дополнить сеть одним слоем, который, например, по алгоритму обучения однослойного перцептрона необходимо заставить отображать выходные реакции сети в требуемые образы.

Другой алгоритм обучения без учителя – алгоритм Кохонена – предусматривает подстройку синапсов на основании их значений от предыдущей итерации.
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Из вышеприведенной формулы видно, что обучение сводится к минимизации разницы между входными сигналами нейрона, поступающими с выходов нейронов предыдущего слоя yi(n‑1), и весовыми коэффициентами его синапсов.

Полный алгоритм обучения имеет примерно такую же структуру, как в методах Хебба, но на шаге 3 из всего слоя выбирается нейрон, значения синапсов которого максимально походят на входной образ, и подстройка весов по формуле (3) проводится только для него. Эта, так называемая, аккредитация может сопровождаться затормаживанием всех остальных нейронов слоя и введением выбранного нейрона в насыщение. Выбор такого нейрона может осуществляться, например, расчетом скалярного произведения вектора весовых коэффициентов с вектором входных значений. Максимальное произведение дает выигравший нейрон.

Другой вариант – расчет расстояния между этими векторами в p-мерном пространстве, где p – размер векторов.
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где j – индекс нейрона в слое n, i – индекс суммирования по нейронам слоя (n-1), wij – вес синапса, соединяющего нейроны; выходы нейронов слоя (n-1) являются входными значениями для слоя n. Корень в формуле (4) брать не обязательно, так как важна лишь относительная оценка различных Dj.

В данном случае, "побеждает" нейрон с наименьшим расстоянием. Иногда слишком часто получающие аккредитацию нейроны принудительно исключаются из рассмотрения, чтобы "уравнять права" всех нейронов слоя. Простейший вариант такого алгоритма заключается в торможении только что выигравшего нейрона.

При использовании обучения по алгоритму Кохонена существует практика нормализации входных образов, а так же – на стадии инициализации – и нормализации начальных значений весовых коэффициентов.
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где xi – i-ая компонента вектора входного образа или вектора весовых коэффициентов, а n – его размерность. Это позволяет сократить длительность процесса обучения.

Инициализация весовых коэффициентов случайными значениями может привести к тому, что различные классы, которым соответствуют плотно распределенные входные образы, сольются или, наоборот, раздробятся на дополнительные подклассы в случае близких образов одного и того же класса. Для избежания такой ситуации используется метод выпуклой комбинации. Суть его сводится к тому, что входные нормализованные образы подвергаются преобразованию:


[image: image432], 
(6)

где xi – i-ая компонента входного образа, n – общее число его компонент, ((t) – коэффициент, изменяющийся в процессе обучения от нуля до единицы, в результате чего вначале на входы сети подаются практически одинаковые образы, а с течением времени они все больше сходятся к исходным. Весовые коэффициенты устанавливаются на шаге инициализации равными величине
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где n – размерность вектора весов для нейронов инициализируемого слоя.

На основе рассмотренного выше метода строятся нейронные сети особого типа – так называемые самоорганизующиеся структуры – self-organizing feature maps (этот устоявшийся перевод с английского не очень удачен, так как, речь идет не об изменении структуры сети, а только о подстройке синапсов). Для них после выбора из слоя n нейрона j с минимальным расстоянием Dj (4) обучается по формуле (3) не только этот нейрон, но и его соседи, расположенные в окрестности R. Величина R на первых итерациях очень большая, так что обучаются все нейроны, но с течением времени она уменьшается до нуля. Таким образом, чем ближе конец обучения, тем точнее определяется группа нейронов, отвечающих каждому классу образов. В приведенной ниже программе используется именно этот метод обучения.

Модель Кохонена (1982) выполняет обобщение предъявляемой информации. В результате работы НС Кохонена получается образ, представляющий собой карту распределения векторов из обучающей выборки. Таким образов, в модели Кохонена выполняется решение задачи нахождения кластеров в пространстве входных образов. 

Данная сеть обучается без учителя на основе самоорганизации. По мере обучении вектора весов нейронов стремятся к центрам кластеров - групп векторов обучающей выборки. На этапе решения информационных задач сеть относит новый предъявленный образ к одному из сформированных кластеров, указывая тем самым категорию, к которой он принадлежит.

Рассмотрим архитектуру НС Кохонена и правила обучения подробнее. Сеть Кохонена состоит из одного слоя нейронов. Число входов каждого нейрона равно размерности входного образа. Количество же нейронов определяется той степенью подробности с которой требуется выполнить кластеризацию набора библиотечных образов. При достаточном количестве нейронов и удачных параметрах обучения НС Кохонена может не только выделить основные группы образов, но и установить "тонкую структуру" полученных кластеров. При этом близким входным образам будет соответствовать близкие карты нейронной активности. 
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Рис. 7.1. Пример карты Кохонена. Размер каждого квадратика соответствует степени возбуждения соответствующего нейрона.

Обучение начинается с задания случайных значений матрице связей [image: image435.png]


В дальнейшем происходит процесс самоорганизации, состоящий в модификации весов при предъявлении на вход векторов обучающей выборки. Для каждого нейрона можно определить его расстояние до вектора входа: 
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Далее выбирается нейрон m=m*, для которого это расстояние минимально. На текущем шаге обучения t будут модифицироваться только веса нейронов из окрестности нейрона m*: 
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Первоначально в окрестности любого из нейронов находятся все нейроны сети, в последствии эта окрестность сужается. В конце этапа обучения подстраиваются только веса самого ближайшего нейрона. Темп обучения (t)<1 с течением времени также уменьшается. Образы обучающей выборки предъявляются последовательно, и каждый раз происходит подстройка весов. Нейронная сеть Кохонена может обучаться и на искаженных версиях входных векторов, в процессе обучения искажения, если они не носят систематический характер, сглаживаются. 

Для наглядности представления карты нейроны Кохонена могут быть упорядочены в двумерную матрицу, при этом под окрестностью нейрона-победителя принимаются соседние (по строкам и столбцам) элементы матрицы. Результирующую карту удобно представить в виде двумерного изображения, на котором различные степени возбуждения всех нейронов отображаются квадратами различной площади. Пример карты, построенной по 100 нейронам Кохонена, представлен на рис.4.1. 

Каждый нейрон несет информацию о кластере - сгустке в пространстве входных образов, формируя для данной группы собирательный образ. Таким образом НС Кохонена способна к обобщению. Конкретному кластеру может соответствовать и несколько нейронов с близкими значениями векторов весов, поэтому выход из строя одного нейрона не так критичен для функционирования НС Кохонена, как это имело место в случае хемминговой сети.
3. Объекты и средства исследования

Объектами исследований в данной лабораторной работе являются сети с самоорганизацией и алгоритмы их обучения. В качестве средства исследования используется программная реализация этих сетей, разработанная пользователем на выбранном языке программирования (рекомендуется использование языка Паскаль или Си).

4. Подготовка  к  работе 

4.1. Изучить теоретические положения о сетях с самоорганизацией и алгоритмы их обучения. Изучить теоретические положения о самоорганизующихся сетях, обучаемых по алгоритму Кохонена.

4.2. Выбрать язык и систему программирования (рекомендуется язык Паскаль и система Linux-Lazarus).

5. Программа работы

5.1. Создание программной реализации и обучение одного из вариантов нейросети с самоорганизацией (например, сети с алгоритмом обучения Кохонена).
5.2. Изучение свойств выбранной сети.

5.2.1. Создание соперничающего слоя.

Соперничающий слой представляет собой слой с функцией вычисления расстояний (например, negdist), сетевой функцией суммирования (например, netsum) и функцией активации (например,compet).
Рассмотрим пример использования соперничающего слоя. Зададим множество, состоящее из четырех двухэлементных векторов 

Р: (0.2; 0.3), (0.5; 0.7), (0.1, 0.2), (0.8, 0.6).

Р= [.2 .5 .1  .8;  .3 .7 .2 .6];   \\ определение входного вектора
Соперничающий слой должен разделить входы на два класса:

 (0.0, 1.1)

net = newc([0 1;  0 1],  2) ;   \\  создание соперничающего слоя
net  = train (net,   P);   \\ обучение соперничающего слоя на  векторе  Р
Результирующая сеть выдает выходной вектор, конвертируемый в номер класса:
Y= sim (net, P) ; \\ имитация работы слоя
Yc = vec2ind(Y); \\ конвертирование выхода сети в номер класса
Y  состоит из векторов, содержащих только по одной единице.
Функция vec2ind показывает индексы единичных позиций

5.2.2 Применение сети для кластеризации векторов.
Рассмотрим работу сети на примере задачи классификации 1000 двухэлементных векторов, расположенных в ограниченной прямоугольной области (рис. 7.2).
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Рис. 7.2. Множество исходных векторов для кластеризации
\\  определение множества  векторов для кластеризации Р = rands(2,   1000);
plot(P(l,:),   Р(2,:),    '*g');  \\   изображение множества векторов
Создадим сеть:

net =  newsom([0   1;   0   1],[5   6]);\\ создание сети размерностью 5х6

Используем сеть размерностью 5x6, чтобы классифицировать вышеопределенные векторы. Создадим сеть с 30 центрами, к которым сеть будет относить каждый вектор на основе ближайшего соседства.
plotsom (net.iw{1,1},   net.layers{1}.distances); \\   визуализация  SOM
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Рис. 4.3Самоорганизующаяся карта кластеризации
Сначала центр прямоугольника совпадает с центрами классов. Обучим сеть на 100 эпохах и изобразим результат (рис. 4.3):
net. trainParam.epochs  =  100; \\   установка  количества  эпох

 net  =  train(net,   P);   \\   обучение  сети plotsom(net.iw{1,1},   net.layers{1}.distances); \\   визуализация  SOM
p  =   [0,3;   0,5];   \\   определение  нового  вектора 

a  =  0;   \\   начальная установка  переменной а 

а   =  sim(net,   р);   \\   получение  отклика сети на вход р
6. Контрольные вопросы 

В чем заключается задача кластеризации?
Какую структуру имеет НС Кохонена?
Каким алгоритмом обучается НС Кохонена?
Чем отличается стандартный алгоритм обучения сети Кохонена от алгоритма обучения методом нейронного газа?
Список использованных источников
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